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1 Einleitung 

1.1 Kurzzusammenfassung 

Im vorliegenden Projekt wurde untersucht, inwiefern sich verschiedene Methoden der 

Fernerkundung anhand von UAV-Daten zur Wildtierdetektion eignen. Im Hinblick auf wichtige 

Anwendungsfelder wie Populationserfassung, Rehkitzrettung und Wildschadensprävention 

wurden verschiedene Sensoren wie RGB-Kameras, multispektrale Nahinfrarot-Sensoren 

(NIR) und thermografische Verfahren (Wärmebildsensorik) getestet.  

Im Frühjahr 2018 wurden 27 Befliegungen über Wildgehegen in der Nordwestschweiz und 

dem südlichen Schwarzwald durchgeführt, 24 davon mit dem leisen Fixed-Wing-UAV 

«Sensefly eBee», sowie drei weitere mit dem Multikopter «Sensefly Albris». Nach 

umfangreichen photogrammetrischen und fernerkundlichen Auswertungen zeigten dabei 

insbesondere Wärmebilddaten ein hohes Potential für die automatisierte Signaturerkennung 

mittels Objekterkennungsalgorithmen. Auf Basis von «Convolutional Neuronal Networks» 

wurden dabei besonders robuste Detektionsergebnisse mit dem «Faster RCNN Inception V2»-

Algorithmus erreicht. Unter Einbezug einer immer weiterwachsenden Datengrundlage kann 

das so gewonnene Inferenz-Modell auch unter Feldbedingungen auf Live-Video-Feeds zur 

Anwendung kommen. 

Multispektrale Nahinfrarot-Daten zeigten ihr Potential hingegen vor allem bei der prädiktiven 

indirekten Habitatmodellierung, da sich mit den so erhobenen Daten detailreiche 

dreidimensionale Vegetationskartierungen erstellen lassen. Die Nahinfrarotsensorik eignet 

sich jedoch nicht für die direkte Identifikation von Wildtier-Individuen, da auch bei laubfreier 

Umgebung im Wellenlängenbereich bis λ = 1000 nm nur ein niedriger Kontrast zwischen Tier 

und Umgebung erreicht werden kann. Dies konnte durch terrestrische Hyperspektral-

Messungen verifiziert werden. 
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1.2 Projektrahmen 

Seit Anfang 2018 kooperiert das Institut Geomatik (FHNW) mit der Stiftung Wildtiere des 

Aargauischen Jagdverbandes (AJV), um die Realisierung eines gemeinsamen Projekts zur 

Wildtierdetektion mittels unbemannten Fluggeräten (UAVs) voranzutreiben. Langfristiges Ziel 

ist dabei die Schaffung einer Dienstleistungsstelle, die das Knowhow zum Einsatz 

unbemannter Fluggeräte bündelt und Anwendungen in Wildtier-, Forst- und Landwirtschaft 

ermöglicht. Zur breiten Verankerung werden Vertreter aus verschiedenen 

Interessensgebieten an der Umsetzung beteiligt. Um den Anforderungskatalog zu definieren 

und die Nachhaltigkeit der getroffenen Massnahmen zu gewährleisten, geht dem Projekt 

eine Machbarkeitsstudie voraus, in deren Rahmen diese Masterthesis die wissenschaftlich-

technischen Anwendungsgrundlagen erarbeitet. Insbesondere ist die Frage entscheidend, ob 

die derzeit zur Verfügung stehenden Plattformen, Sensoren und Methoden ein aktives 

Monitoring des Wildtierbestandes ermöglichen können. Ferner wird untersucht werden 

müssen, ob die vorgeschlagenen Fernerkundungsmethoden hinreichend Vorteile gegenüber 

dem konventionellen Monitoring bieten (z.B. durch Einsparung zeitlicher oder personeller 

Ressourcen oder eine vollständigere Erfassung), damit sich die gewonnenen Erkenntnisse 

auch auf die Prozessabläufe übertragen lassen. Besonders wichtige Anwendungsszenarien 

stellen dabei die Bestandsaufnahme (Populationsschätzung), die Rehkitzrettung, sowie die 

Wildschadensprävention dar. 

1.3 Forschungsauftrag 

 Eignen sich UAVs zur Detektion, bzw. zum aktiven Monitoring verschiedener 

Wildtierarten in den Wäldern des Kantons Aargau? 

 Welche Trägerplattformen, Sensoren und Untersuchungsmethoden ermöglichen 

die Erhebung möglichst hochqualitativer Daten? 

 Können die Bildsignaturen einzelnen Tierarten, Altersstufen und Geschlechtern 

zugeordnet werden? 

 Kann künstliche Intelligenz (in Form neuronaler Netzwerke/Machine Learning) so 

an Bildsignaturen angelernt werden, dass eine automatische Zuordnung von 

Signatur und Tier ermöglicht wird? 

 Kann GIS-basierte Luftbildklassifikation zusammen mit verhaltensbiologischer 

Information zur Habitatmodellierung und -vorhersage genutzt werden? 
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1.4 Forschungsstand 

1.4.1 Klassische Verfahren der Wildtierdetektion 

Das zentrale Probleme vieler Ansätze in der Feldforschung zu Wildtieren ist das eigentliche 

Auffinden der Tiere. In vielen Fällen ist die Bestätigung von Wildtierpräsenz durch die direkte 

visuelle Beobachtung des Tierverhaltens extrem zeit- und personalaufwändig und dadurch 

unwirtschaftlich oder fehleranfällig, da sich das Tierverhalten durch die Präsenz des 

Beobachters stark verändert (Gese, 2001). Gese führt weiter aus, dass eine indirekte 

Erweiterung der direkten Observation die Auswertung von Fragebögen darstellt. Diese 

werden an Personen ausgegeben, die aufgrund ihres Wohnorts, Bewegungsprofils oder 

Berufs mit einer gewissen Wahrscheinlichkeit Wildtiere sichten. Probleme dieser Methode 

sind niedrige Rücklaufquoten, unzuverlässige Identifizierungsergebnisse, subjektiv verzerrt 

wahrgenommene Häufigkeiten, sowie eine Konzentration von Beobachtungen nahe Strassen 

und Ortschaften. Die Daten sind somit statistisch nur schwer auswertbar. 

Die älteste und zugleich intuitivste Form des indirekten Informationsgewinns im Hinblick auf 

terrestrische Wildtierdemografie ist das Spuren- und Fährtenlesen (Liebenberg et al., 2010). 

Das Sammeln verschiedener Einzelinformationen aus Spurabdrücken, Futterrückständen, 

Kadavern, Kratz- und Beissspuren, Nestern, Haaren und Kot kann im besten Fall zu einem 

ökologischen Gesamtbild zusammengesetzt werden, das nicht nur Art, Anzahl und Grösse 

der gesuchten Tiere umfasst, sondern auch detaillierte Auskunft über Alter, Geschlecht, 

Aufenthaltsorte, Fressverhalten und Aktivitätsbudget enthält. Die so gewonnenen Daten sind 

allerdings schwierig zu kategorisieren und bieten häufig nur qualitatives Wissen, das sie sich 

nur begrenzt für die statistische Auswertung von Ausbreitungsgebieten, Bestandsdichte und 

Auftretenswahrscheinlichkeiten eignen (Meyer, 2014). Eine besondere Schwierigkeit stellt 

dabei das menschliche Bias beim Sammeln der Proben dar, da der Erfolg der Technik in 

höchstem Masse von den individuellen persönlichen Fähigkeiten des Feldforschers abhängt. 

Als zuverlässige nicht-invasive Techniken finden sich in der Literatur eine enorme Anzahl 

erfolgreicher Ansätze (Silvy, 2012) wie beispielsweise das systematische Auswerten von 

Spurplatten (Zielinski, 1995), Schneespuren (Richardson et al., 1987), Hinterlassenschaften 

(Smart et al., 2003), Fellhaar-Röhren (Adorjan and Kolenosky, 1969), oder das Suchen von 

Spurelementen mittels speziell trainierter Hunde (Homan et al., 2001; Smith et al., 2003). 

Eine gängige indirekte Erfassungsmethode für den Bestand ist ausserdem das sog. Capture-

Recapture-Verfahren unter Zuhilfenahme von Lebendfallen oder Betäubung mit einer 

anschliessenden Markierung der Tiere (Day et al., 1980; Seber, 1982). Durch ein Verhältnis 

von markierten zu unmarkierten Tieren kann dadurch bei späteren Beobachtungen auf den 

Gesamtbestand und eventuelle Veränderungen geschlossen werden (Chao, 1987). Die 

Methode gilt zwar als präzise, jedoch auch als hochgradig invasiv und zeitaufwändig 

(Boonstra et al., 1994). Zudem ist ein statistischer Bias aufgrund von Unterschieden bei den 
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Fangraten häufig nicht auszuschliessen (Krebs, 1989). Insbesondere wenn einzelne Tiere in 

kurzen Intervallen mehrfach betäubt oder gefangen werden, kann das natürliche Verhalten 

bereits so stark gestört sein, dass eine unverfälschte Auswertung (unter anderem durch den 

Tod der Tiere durch das Anästhetikum) nicht mehr möglich ist (Arnemo et al., 2006). 

Ein ähnliches Problem tritt bei der Verwendung von Jagdstatistiken wie z.B. Fangstrecken 

auf. Vor allem, wenn die Auftretenswahrscheinlichkeit verschiedener Arten verglichen 

werden soll, variieren einerseits Jagdmethoden und Eingriffe in die 

Überlebenswahrscheinlichkeit (wie z.B. der Einsatz von Kirrung), sowie der Jagderfolg an sich 

häufig viel zu stark, um aussagekräftige Argumente über eine Zeitreihe hinweg aufzubauen 

(Cattadori et al., 2003). Wildfleisch-Marktanalysen können zwar (wie z.B. beim sog. 

«Bushmeat Hunting») als demographischer Indikator genutzt werden, zeigen jedoch in erster 

Linie Korrelationen mit dem Aufwand, der für die Jagd betrieben wird (Albrechtsen et al., 

2007). Wird die Jagd hingegen wissenschaftlich begleitet und z.B. in regulierten Intervallen 

durchgeführt (sog. «Harvesting»), so können die Daten durchaus für eine demographische 

Analyse verwendet werden (Aarde, 1987). Diese Technik ist dabei nicht mit der Entnahme 

von Tieren im Rahmen des Populationsmanagements zu verwechseln (das sog. «Culling»), für 

welches bereits eine umfangreiche wissenschaftlich gesicherte Datenbasis vorliegen sollte, 

bevor die Massnahmen umgesetzt werden (MacMillan and Leitch, 2008).  

Bestandserfassungsmethoden, die den Tod der Wildtiere voraussetzen (letal) oder in Kauf 

nehmen (nicht letal, aber hochgradig invasiv), müssen ethisch hinterfragt werden. 

Insbesondere, wenn seltene oder gefährdete Tierarten betroffen sind, kann der 

vorgenommene Eingriff dem oft gewünschten Ziel der Untersuchungen – einen effektiveren 

Arten- und Naturschutz durch einen vergrösserten Wissensschatz zu gewährleisten – 

entgegenwirken (Sullivan and Sullivan, 2013). Es gibt zahlreiche Beispiele, wo die 

wissenschaftliche Nachfrage nach Tierkörpern einen unvorhersehbaren Rückgang des 

Bestandes ausgelöst haben könnte. Diese Fälle gilt es durch konsequente Risiko-

Minimierung zu verhindern. 

1.4.2 Neuere Technologien der Wildtierdetektion 

In den 60er-Jahren setzte sich allmählich das Ausstatten von Wildtieren mit Peilsendern 

durch. Die zunächst vorherrschende und heute immer noch vor allem in abgelegen Gebieten 

zum Einsatz kommende Technologie ist die Verwendung von VHF-Sendern, z.B. in Form von 

Halsbändern. Das Halsband versendet dabei kontinuierlich Radiosignale, die mit einer 

speziellen Empfangsantenne dekodiert werden können und somit über die Empfangsstärke 

eine ungefähre Bestimmung von Himmelsrichtung und Entfernung ermöglichen. Werden die 

Messwerte mehrerer Standorte kombiniert, so kann per Triangulation eine ungefähre 

Position ermittelt werden (White and Garrott, 1990).  
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Spätestens seit den 90er-Jahren haben sich aber durch das Aufkommen des Global 

Positioning Systems GPS vor allem Peilsender mit satellitengestützter GNSS-Technologie 

durchgesetzt. Bereits wenige Jahre später wurden die Sender dieser neuen Generation mit 

der fortschreitenden Miniaturisierung der Elektronik um längere Batterielaufzeiten, 

Mobilfunkanbindung und – je nach Anwendungsfall – um ausgefeiltere Sensorik wie etwa 

Inertialbeschleunigungssensoren (IMUs), Pulssensoren oder eingebaute Mini-Kameras 

ergänzt. Wenngleich das Auffinden und das Monitoring von Wildtieren mit der Peilsender-

Technologie dadurch wesentlich leichter und weniger invasiv durchgeführt werden kann, so 

bedingt der Einsatz trotzdem immer noch das Verwenden von Lebendfallen oder das 

Betäuben der Tiere mit einem Anästhetikum, um den Sender anzubringen oder die Batterien 

zu wechseln. Es ergeben sich dadurch nach wie vor starke methodische Einschränkungen, 

wie sie bei der klassischen Capture-Recapture-Methode anfallen (s. 1.4.1). Beide Peilsender-

Methoden (Radiosignale und GPS+Mobilfunk) sind seit wenigen Jahren auch für den 

Massenmarkt von privaten Haustierbesitzern erhältlich und seitdem stark im Preis 

gesunken. 

Auch bei der Analyse von Kot und Hinterlassenschaften der Wildtiere hat der enorme 

technische Fortschritt der letzten Jahrzehnte einen starken Einfluss auf die zunächst 

begrenzte Belastbarkeit der Erkenntnisse bewirkt. Labortechnische Analysen gestatten 

heute über gentechnische Methoden wie etwa die verhältnismässig günstig erhältliche 

Polymerase-Kettenreaktion PCA und sog. «Microsatellites» die Identifikation einzelner 

Wildtier-Individuen, sowie deren jeweilige Nahrungszusammensetzung. Durch das 

Zusammenführen dieser Daten mit den Standorten der Probenerhebung ergibt sich ein 

detailliertes, dynamisches Bild der Verhaltensökologie in der untersuchten Stichprobe. 

Problematisch bleibt aber weiterhin die niedrige räumliche und zeitliche Auflösung der 

Datenerhebung, sodass sich die Methode vor allem für sehr spezifische (z.B. 

veterinärmedizinische) Fragestellungen eignet. Häufig muss dabei voraussetzt werden, dass 

sich die Erfassung nur auf bestimmte Arten beschränkt und die Proben zudem relativ leicht 

zugänglich sein sollten. 

Zur wohl populärsten wissenschaftlichen und privaten Technologie in der indirekten 

Wildtierdetektion hat sich in den letzten Jahren die Kamerafalle entwickelt. Während frühe 

Studien in den 80er- und 90er-Jahren noch mit Drahtauslösern, Analogfilm und teurem, 

schweren Equipment arbeiteten (Karanth, 1995), hat sich die Technologie – vielfach 

getrieben durch Grundstückseigentümer und die private Jagd – in den letzten Jahren zu 

einem teilweise unübersichtlichen Massenmarkt weiterentwickelt. Die Entwicklung von 

kostengünstigen Geräten hat dabei enorm zur Verbreitung der Geräte beim Einsatz im 

wissenschaftlichen Wildtiermonitoring beigetragen (Steenweg et al., 2017). Es existieren 

verschiedenste Systeme mit optionalen Features wie Mobilfunkanbindung, autarker 

Energieversorgung, verstärkten Gehäusen, Restlichtverstärkern, Infrarotstrahlern (s. 1.4.3), 

Bewegungserkennung, Thermometer, Windmesser, HD-Videoaufzeichnung und Camouflage. 
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Die Grenzen zum Sicherheitstechnologie-Sektor und der Überwachungstechnik sind dabei 

fliessend geworden und die verfügbaren Geräte reichen vom einfachen Low-Cost-Gerät aus 

Sonderangeboten in Discounter-Supermärkten bis zu fernsteuerbaren High-Tech-Geräten 

mit Spezialsensoren.  

Schon in den Anfängen des durch Kamerafallen angetriebenen Paradigmenwechsels in der 

indirekten Wildtierdetektion hat sich für bestimmte Arten mit individuell unterscheidbaren 

Körpermerkmalen wie Fellmustern auch die Anwendbarkeit der Technologie für das Capture-

Recapture-Verfahren gezeigt (Karanth, 1995). Verglichen mit anderen Methoden erreichen 

Kamerafallen ein Minimum an störenden Umwelteinflüssen auf das natürliche Verhalten der 

Tiere (Silveira et al., 2003). Durch die langen, wartungsarmen Beobachtungsperioden 

können auch seltene, schwer detektierbare und nachtaktive Tiere zweifelsfrei nachgewiesen 

werden (O’Connell et al., 2011). Metadaten wie der Zeitstempel der Bilder und der Standort 

der Falle ergeben eindeutige Rückschlüsse auf das Tierverhalten, welche zusammen mit 

dem Bildinhalt auch von unabhängigen Forschern ausgewertet und bestätigt werden können 

(Rovero et al., 2010).  

1.4.3 Spektrale Eigenschaften von Wildtieren 

 Sichtbares Licht 

Die Felle von Säugetieren weisen vielgestaltige und komplexe Funktionszusammenhänge 

auf. Neben dem Wärmehaushalt (der sog. Thermoregulation) dient das Fell dem physikalisch-

mechanischen Schutz, der sensorischen Weiterleitung von Information und der 

Kommunikation oder Tarnung («Crypsis») durch spektrale Eigenschaften (Dawson et al., 

2014).  

Im sichtbaren Licht weisen die meisten wilden Säugetiere, die im mitteleuropäischen Raum 

vorkommen, eine bräunliche Fellfarbe auf. Dies bedeutet, dass im kurzwelligeren Licht 

(«Blau», λ ~ 450 nm) weniger Lichtstrahlung durch das Fell reflektiert wird, als in den etwas 

langwelligeren Bereichen («Grün» λ ~ 520 nm bis «Rot» λ ~ 700 nm). Typischerweise sind 

Säugetiere dichromat (ugs. «rot-grün-blind») und können keine Strahlung optisch 

wahrnehmen, die eine höhere Wellenlänge als λ = 700 nm aufweist (Walsberg, 1983). Die 

meisten Tiere sind also lediglich in der Lage, «Braun» als gemischte Wellenlänge von «Rot» 

bis «Grün» von «Blau» abzugrenzen (Jacobs, 1993). Menschen, sowie einige weitere Primaten 

und Beuteltiere, stellen mit ihrem trichromaten Aufbau der Retina einen Sonderfall dar, sind 

aber ohne technologische Hilfsmittel ebenfalls durch die obere spektrale 

Wahrnehmungsgrenze von λ = 700 nm limitiert (Ali and Klyne, 1985).  

Aus einer evolutionären Perspektive ist die Fellfarbe «Braun» daher ein Anpassungsprodukt 

an das (Über-)Leben in Umgebungen mit gemischter Vegetation. Die Sichtbarkeit (vor allem 
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des Nachwuchses) unter Prädationsdruck wird durch die an das Spektrum der Umgebung 

angepasste Fellfarbe gesenkt (Caro, 2005). Kontrastreiche Fellelemente wie z.B. der 

«Spiegel» (Afterzeichnung) von Reh- und Damwild können in ihrer visuellen Erscheinung 

häufig durch spezielles Verhalten verändert werden und dienen dadurch meist der 

Kommunikation innerhalb einer Art (z.B. zur Signalisation von Fluchtverhalten in der Herde) 

(Stubbe, 2008).  

Fast alle Säugetiere in gemässigten Breiten passen ihre Fellfarbe den Jahreszeiten an, indem 

ein sog. Fellwechsel durchgeführt wird. Dies verändert sowohl die spektralen Eigenschaften 

des Fellkleides, um eine effektivere Tarnung zu ermöglichen, als auch die Länge und Dichte 

der Haare, um eine Anpassung des Wärmehaushalts zu ermöglichen (Boyles and Bakken, 

2007). Auch hat die Fellfarbe selbst einen grossen Einfluss auf das Verhältnis von 

Absorption, Reflektion und Streuung in der Wechselwirkung mit der Solarstrahlung und damit 

auf die effektive Wärmeaufnahme, da ~50% des Sonnenlichtspektrums auf das sichtbare 

Licht entfällt (Dawson et al., 2014; Walsberg, 1983).  

 Nahes Infrarot 

  

Abbildung 1 - Beispielhafte Reflektanzspektren verschiedener Oberflächen im Vergleich mit 

Wildtieren im sichtbaren Licht, sowie im nahen und mittleren Infrarot 

(Conforti et al., 2015; Dawson et al., 2014; Farooq, 2018) 

Im nahen Infrarot zwischen λ = 700 nm und λ = 1’300 nm weist das Fell von Säugetieren 

einen kontinuierlichen Anstieg in der Reflektanz der Sonnenlichtstrahlung auf. Im mittleren 

Infrarot wird anschliessend eine Plateau-Phase zwischen λ = 1’300 nm und λ = 2’000 nm 

erreicht (Dawson et al., 2014; Dawson and Brown, 1970).  
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Das Muster des Reflektanzspektrums im nahen und mittleren Infrarotlicht entspricht damit 

weitgehend demjenigen, das sich für Lehm- oder Sandböden ergibt, während es jedoch 

deutlich vom Spektrum gesunder Pflanzenvegetation abweicht, wo das Plateau maximaler 

Reflektanz scharf abgegrenzt bereits zwischen zwischen λ = 700 nm und λ = 1’300 nm 

auftritt. Ebenfalls starke Abweichungen ergeben sich gegenüber dem Reflektanzspektrum 

von Oberflächenwasser, welches im nahen Infrarot kaum und im mittleren Infrarot in der 

Regel gar nicht reflektiert.  

Ausnahmen von den angestellten Beobachtungen stellen Tiere mit weissem Fell (z.B. der 

Polarbär) dar. Sie weisen ein starkes Reflektanzmaximum zwischen λ = 500 nm und 

λ = 1’400 nm auf und setzen sich somit deutlich von anderen Umgebungselementen ab. 

 Direkte Wildtierdetektion mittels fernem Infrarot (Thermalstrahlung) 

Im fernen Infrarot emittieren Säugetiere wie alle anderen thermisch warmen Körper 

selbstständig Wärmestrahlung in einem Wellenlängenbereich von λ = 3'000 nm bis 

λ = 12'000 nm (sog. Schwarzkörperstrahlung). Die Energietransferrate der direkten 

Thermalabstrahlung, sowie über die indirekte Konvektionswärme wird dabei hauptsächlich 

von der Anzahl und Dichte der Fellhaare dominiert (Davis and Birkebak, 1974). Weitere 

Einflussfaktoren können Konstitution und Gesundheit (Dunbar et al., 2009), 

Hormonhaushalt (Sexual-Zyklus, Brunft, Trächtigkeit) (Hilsberg, 1998) und akuter 

Erregungszustand des Tieres (Nakayama et al., 2005) darstellen.  

Aufgrund eines inzwischen sehr umfangreichen wissenschaftlichen Erfahrungsschatzes über 

die Thermalstrahlung von Wildtieren hat sich die Wärmebildtechnologie zu einer häufig 

eingesetzten Technologie entwickelt, um Populationsgrössen und Habitate zu erfassen 

(Cilulko et al., 2013). McCafferty (2007) beschreibt die Thermographie als eine 

wegweisende, nicht-invasive Technologie Wildtiere zu Im direkten Vergleich bei der 

Weisswedelhirsch-Detektion zwischen Suchscheinwerfer und Wärmebildkamera wird das 

Potential der Technologie deutlich: Mit der Wärmebildkamera wurden 92,3% der Hirsche 

detektiert, mit dem Suchscheinwerfer lediglich 54,4% (Collier et al., 2007). Darüber hinaus 

kann die Technologie unterstützend bei der Frage der Bestimmung von Alter und Geschlecht 

bei Rot,- Sika,- und Rehwild während der Phase des Geweihwachstums eingesetzt werden, 

sofern die Vegetation nicht zu dicht ist (Mayle et al., 1999). Auch Nester, Schlafplätze und 

die Eingänge zu unterirdischen Bauen kleinerer Säugetiere und Vögel konnten erfolgreich 

mit der Thermografie detektiert werden (Boonstra et al., 1995, 1994). 

Nichtsdestotrotz bleiben neben den im Vergleich hohen Kosten für Wärmebildtechnologie-

Plattformen nach wie vor viele Limitationen bei der Anwendung bestehen (nach Cilulko et al., 

2013): 
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- Wetterbedingungen: Es ist bereits seit Entwicklung der Wärmebildtechnologie 

bekannt, dass atmosphärische Umweltfaktoren einen grossen Einfluss auf die 

emittierte Schwarzkörperstrahlung von Objekten haben. Insbesondere eine sehr 

hohe Luftfeuchtigkeit oder Partikel wie Schnee senken dabei die Permeabilität der 

Atmosphäre ab (Vollmer and Klaus-Peter, 2017). Weiterhin können Regen, Schnee 

und Wind die Oberfläche der Tierkörper selbst merklich abkühlen, sodass der 

Strahlungskontrast zur Umgebung abnimmt (Kissell Jr and Tappe, 2004). Auch 

Sonneneinstrahlung kann (unter anderem abhängig von der Fellkoloration der 

untersuchten Tiere) durch Erwärmung zu einem verminderten Kontrast gegenüber 

Umgebungselementen führen (McCafferty, 2007). Grundsätzlich kann davon 

ausgegangen werden, dass ein höherer Kontrast zwischen Tier und Umgebung zu 

einem präziseren Resultat der Studie führt; deshalb empfehlen einige Autoren die 

Daten nachts oder morgens zu erheben (Butler et al., 2006; Ditchkoff et al., 2005). 

- Distanz, Öffnungswinkel und Auflösung des Sensors: Grundsätzlich filtert die 

Atmosphäre mit zunehmender Distanz einen immer grösser werdenden Teil der 

Thermalstrahlung aus den Aufnahmen. Ein Tierkörper, der aus nächster Nähe einen 

Signaturkontrast von 30°C aufweist kann so realistischerweise aus 100 m 

Entfernung unter Umständen nur noch 4°C Kontrast zur Umgebung aufweisen. 

Zusätzlich besteht dabei insbesondere bei niedrig aufgelösten Sensoren oder 

umgekehrt einer grossen GSD das Problem der Mischpixel (Leinonen and Jones, 

2004). Der Öffnungswinkel der Kamera ist insbesondere beim Anwenden von 

Falschfarbenrampen mittels Min-Max-Spreizen entscheidend: Wird er zu eng gewählt 

bleibt das Tier möglicherweise undetektierbar. Ist er jedoch so gross, dass immer 

sehr warme und sehr kalte Umgebungsfeatures (z.B. Dachkamine oder Motoren und 

Eiswasser) gleichzeitig auf den Bildern zu sehen sind, so nimmt der Kontrast zu stark 

ab, um das Zielobjekt zu erkennen (Holst, 2000). 

- Vegetationsabschattung: Der Vegetationszustand spielt eine grosse Rolle, da 

insbesondere von Laubbäumen und dichtem Busch eine starke Abschattung der 

Tieraktivität durch die Blattdecke zu erwarten ist (Havens and Sharp, 2016). Niedrige 

und verstreute Vegetation ist für thermografische Studien optimal geeignet. Ist diese 

Voraussetzung nicht geben, sollte nach Möglichkeit eine Saison gewählt werden, in 

der die Vegetation weniger dicht und/oder der Signaturkontrast höher ist (Boonstra 

et al., 1994). 

- Physikalische Eigenschaften des Tierfells: Tiere mit einem dichten Fell (wie etwa 

Mufflon-Schafe), sowie Tiere mit einer isolierenden Fettschicht (wie Wisente) weisen 

kontrastärmere Signaturen auf, als Tiere mit wenig Fell (z.B. Hausschweine). Auch 

Verschmutzungen, Schur, Feuchtigkeit und Koloration des Fells (bei Sonnenschein) 

beeinflussen die Messergebnisse sehr stark (Hilsberg, 1998; Kastelic et al., 1996). 
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- Verhalten und Physiologie: Tiere, die sich physisch betätigen, erzeugen durch ihre 

Skelettmuskulatur messbar zusätzliche Wärmestrahlung (Hilsberg, 1998). Auch 

Stress, eine verstärkte Kreislaufaktivität oder Krankheit können das Wärmeprofil 

intensivieren. Umgekehrt weisen Tiere in liegender Ruheposition eine kältere 

Signatur auf. Insbesondere gilt bei Wildtieren, dass die Umweltfaktoren durch die 

Forschenden nicht kontrolliert und die Reaktionen der Tiere auf sich verändernde 

Umweltbedingungen nicht vorhergesagt werden können, weshalb die anderen 

Limitationen der thermographischen Erfassung so weit wie möglich reduziert werden 

sollten (Cilulko et al., 2013). 

1.4.4 Fernerkundliche Wildtierökologie 

Grundsätzlich sind in der fernerkundlichen Wildtierökologie zwei verschiedene Ansätze 

anzutreffen:  

Der direkte Ansatz versucht entweder, einzelne Tiere oder Gruppen von Tieren 

nachzuweisen. Es wird versucht, die Tiere auf luftgestützten Aufnahmen zu erkennen, zu 

klassifizieren und zu zählen. Die Aufenthaltsorte der Tiere sind somit bekannt und können 

analog zu mit Sendern versehenen Tieren auf Karten geplottet werden, um Habitate zu 

modellieren und Zeitreihenanalysen anzufertigen (Chrétien et al., 2016). Zur Erhebung der 

Daten werden bemannte und unbemannte Fluggeräte eingesetzt. 

Der indirekte Ansatz hingegen geht nicht vom Aufenthaltsort einzelner Individuen aus, 

sondern modelliert die Aufenthaltswahrscheinlichkeiten auf einer wesentlich grösseren 

Skalenebene durch Auswertung grossräumiger Veränderungen mittels 

Landschaftsklassifikation (land cover classification) und Veränderungsdetektion (change 

detection) (Kerr and Ostrovsky, 2003). Zur Erhebung der Daten werden Luftbilder aus grosser 

Höhe angefertigt oder Satelliten in der Erdumlaufbahn eingesetzt. 

Beide Methoden kommen heute parallel zur Anwendung und eignen sich aufgrund ihrer 

spezifischen Vor- und Nachteile zur Beantwortung unterschiedlicher Fragestellungen. 

 Indirekte Kartierung von Habitaten 

Der grosse Vorteil bei der Nutzung von Satellitendaten liegt in der grossräumigen 

Ausdehnung der Abdeckung. Die Lebensräume vieler Wildtiere umfassen auch in 

Mitteleuropa Gebiete, die einige Quadratkilometer umfassen können. Nicht alle Ansprüche 

sind dabei so extrem wie beispielsweise das Territorium des Wüstenluchses (Caracal) auf der 

arabischen Halbinsel (1116 km² pro Männchen) (van Heezik and Seddon, 1998). Aber auch 

wild lebende mitteleuropäische Rotwild-Weibchen benötigen bereits jährlich ein mittleres 

Territorium von 2,0 km² pro Tier (Clutton-Brock et al., 1982). Vereinzelt ist für europäische 



   

Adrian F. Meyer FHNW / FS18 Seite 16 

 

Wildschweine saisonal bedingt sogar die monatliche Nutzung von Territorien mit mittleren 

Grössen von 8,7 km² pro Tier dokumentiert (Massei et al., 1996).  

Sind diese ökologischen Ausgangsdaten für die untersuchten Arten hinreichend bekannt, 

bestimmt das zur Verfügung stehende Habitat im Wesentlichen die Bandbreite möglicher 

Populationsgrössen. Dabei ist nicht nur die reine Fläche entscheidend, sondern auch 

Randeffekte, Topographie, menschliche Interventionen und Verfügbarkeit von Ressourcen 

müssen zusätzlich in die Analyse miteinbezogen werden. Satelliten-basierte Fernerkundung 

liefert in diesem Prozess vor allem Informationen zu Ausdehnung, Typ und Variabilität 

möglicher Habitate (Kerr and Ostrovsky, 2003). Zumeist kommen multispektrale Datensätze 

zur Anwendung, mit welchen entweder direkt eine multidimensionale Klassifikation 

durchgeführt oder Indizes berechnet werden. Ein ausserordentlich gut dokumentierter 

Ansatz ist die Verwendung des «Normalized Differenced Vegetation Index» (NDVI) zum 

Monitoring von wichtigen Ökosystem-Funktionsparametern (Stoms and Hargrove, 2000). Es 

werden aber auch Radar- und Laser-basierte Methoden zur Waldkartierung eingesetzt (Lidar) 

(Dubayah and Drake, 2000). 

Es gibt viele Beispiele für die erfolgreiche Anwendung der indirekten Wildtierdetektion. So 

wurden beispielsweise mittels der Analyse von multispektralen Satellitenbildern bereits 

mongolische Gazellen über grossräumige Veränderungen des NDVIs nachgewiesen (Mueller 

et al., 2007) oder die Population von Riesenpandas über die Habitatausdehnung mithilfe von  

Landsat-Daten beschrieben (De Wulf et al., 1988). 

 Direkte Wildtierdetektion aus der Luft 

Bereits in den 60er- und 70er-Jahren wurden Flugzeug-basierte Wärmebildkameras als 

probates Mittel zur direkten Detektion von grossen Wildtieren in 300 m Flughöhe AGL 

eingesetzt. Als ideale Wetterlage wurde Hochnebel (Overcast) identifiziert, sowie ein 

möglichst flaches und vegetationsarmes Terrain mit den zufriedenstellendsten Resultaten in 

Verbindung gebracht (Graves et al., 1972).  

In den 80er- und 90er-Jahren wurden vor allem in Nordamerika vermehrt Helikopter mit 

Wärmebildtechnologie eingesetzt, um Hirsch- und andere Wildtierpopulationen im Schnee zu 

erfassen (Beringer et al., 1998). Die damals bereits erreichten Detektionsraten von bis zu 

88% setzten aber eine vergleichsweise vegetationsarme Marschlandumgebung und eine 

nahezu geschlossene Schneedecke voraus (Naugle et al., 1996). Sogar über 99% 

Detektionserfolg konnte auf verschneiten Weisswedelhirsch-Farmen in Ohio erreicht werden 

(Stoll et al., 1991). Im dichterem Buschland und geschlossener Schneedecke waren noch 

Detektionsraten von 51-70% möglich (Rice and Harder, 1977), in den Eichenwäldern 

Missouris nur noch <50% (Beringer et al., 1998). Im vegetationsarmen Texas wurden 

Detektionsraten zwischen 36% und 75% auch ohne Schneedecke erreicht (De Young, 1985). 
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Der grösste Vorteil des Helikopters gegenüber konventionellen Flugzeugen wurde in der 

niedrigeren Geschwindigkeit und der niedrigeren Flughöhe ausgemacht.  

In Kombination mit GPS-Halsbändern und einem Capture-Recapture-Ansatz wurden in den 

frühen 2000er-Jahren zum ersten Mal hochauflösende Thermalsensoren (480x460 px) in 

Flugzeug-basierten Detektionsstudien über bewaldetem Gebiet  eingesetzt (Haroldson et al., 

2003). Die erfolgreichsten Flüge wurden Anfang März früh morgens (04:00-07:00 Uhr) 

durchgeführt und erreichten Detektionsraten von 89%. Die Autoren beschreiben einen 

minimalen Kontrast der Tiere zum Boden von 4°C, jedoch auch einen starken Operator-Bias 

für den Navigator des Wärmebildkamera-Gimbals, sowie Nachteile durch die hohe 

Geschwindigkeit des Flugzeugs. Das intensive Postprocessing der Daten aufgrund nicht 

verfügbarer Software zur automatischen Bildorientierung erschwerte die Auswertung zudem 

massiv. Eine ebenfalls 2003 veröffentlichte Studie kommt ausserdem zu dem Schluss, dass 

bemannte Flüge in sehr niedriger Flughöhe ein signifikantes Sicherheitsrisiko für die 

Wissenschaftler und Feldtechniker einer Wildtierdetektionsstudie darstellen; 66% der 91 

berufsbedingten Todesfälle von Wildtierforschern in den USA konnten einem Flugunfall 

zugeordnet werden (Sasse, 2003). 

Viele der beschriebenen Probleme gelten heute als gelöst. Einen grossen Anteil daran hat 

vor allem die fortschreitende technologische Entwicklung und die damit einhergehende 

leichtere Verfügbarkeit der Hardwarekomponenten, z.B. von UAVs. Dies gilt insbesondere für 

die Kosten, die im Rahmen einer Befliegungskartierung entstehen. 

Frühe Detektions-Studien mit Fixed-Wing-UAVs und RGB-Kameras gelangen zwischen 2002 

und 2003 für die Detektion von Wasservögeln, Alligatoren und Manatees (Jones IV et al., 

2006). In den darauffolgenden Jahren wurden die Flug-, Auswertungs- und Sensorsysteme 

um viele Facetten und Einsatzszenarien erweitert, sodass die UAV-basierte Wildtierdetektion 

heute zum Standardrepertoire wildtierbiologischer Erfassungsmethoden gehört (Linchant et 

al., 2015). Insbesondere die hohe Datenqualität wird geschätzt. Kleine, leichtgewichtige 

UAVs schliessen dabei die Lücke zwischen terrestrisch machbaren Lösungen und dem 

Skalenmassstab, der den Einsatz bemannter Fluggeräte ökonomisch rechtfertigen würde 

(Chabot and Bird, 2015). Je nach Studie variieren die Ergebnisse bei den Detektionsraten 

stark, erreichen unter optimalen Umgebungsbedinungen aber oft nahezu Vollständigkeit. 

1.4.5 Softwaremethoden zur Detektion thermaler Tier-Signaturen 

Insbesondere thermografische Daten sind aufgrund ihrer häufig schwierigen 

Interpretierbarkeit, aber auch ihrer einfachen Struktur bereits in den 90er-Jahren zum Ziel 

von Software-Automatisierungstechniken geworden. So wurden beispielsweise 

Thermalsignaturen von Fledermäuse beim nächtlichen Ausschwärmen semiautomatisch 

gezählt (Sabol and Hudson, 1995) und die Technologie später für höhere räumliche und 

zeitliche Auflösungen weiterentwickelt (Hristov et al., 2008). 
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Erfolge bei der Rehkitzdetektion wurden mit einem Algorithmus auf Basis des Parameter-

freien Clusterings unter Nutzung der normalisierten Kompressionsdistanz (NCD) gemacht 

(Cerra et al., 2009). In einem Datensatz von 106 Thermalbildern in einer Auflösung von 

160x120 px, aufgenommen aus einer Höhe von 1,2 m, wurden lediglich 2 fehlklassifiziert. 

In einer Studie mit Seemöwen an der deutschen Ostseeküste wurde ein automatischer 

Algorithmus entwickelt, welcher die Vögel auf hochauflösenden Multispektral-Orthomosaiken 

mit einer Abweichung von lediglich 3% - 5% automatisch identifiziert und verortet 

(Grenzdörffer, 2013). Als Algorithmus wurde eine klassische objektbasierte Bildanalyse 

durchgefürt, wobei überwachte Klassifikationsverfahren und vektorbasierte Operationen 

zum Einsatz kamen. Eine weitere wichtige Erkenntnis der Studie war, dass die Anwesenheit 

des genutzten Multikopters bis zu einer Höhe von 15m AGL keinen Einfluss auf das 

Tierverhalten zu haben schien. 

Ein «k-nearest-neighbour»-Klassifikationsalgorithmus (kNN) konnte erfolgreich zur 

Unterscheidung zwischen Hühnern und Umgebungselementen auf Wärmebildern mit einer 

Auflösung von 320x240 px aus einer Höhe von 3 – 20 m AGL eingesetzt werden 

(Christiansen et al., 2014). Die Detektionsraten erreichten abhängig von der Flughöhe und 

dem Einbezug temporaler Zusatzinformation Werte zwischen 75% und 93%. 

In den letzten Jahren wurden es durch die Miniaturisierung und Leistungssteigerung der 

Rechenhardware möglich, unter Feldbedingungen nahezu vollständige Detektionsraten auf 

UAV-basierten thermalen Live-Videofeeds durchzuführen (Gonzalez et al., 2016). Zur 

Detektion von Koalas wurden hier erfolgreich automatisierte Bildverarbeitungsalgorithmen 

wie PIT (Pixel Intensity Threshold) und TMBM (Tempate Matching Binary Mask) auf 

Thermaldaten aus einer Flughöhe von ca. 60 – 80 m AGL und einer Auflösung von 

640x510 px eingesetzt. Auf der höchsten Flugbahn wurden 5 von 6 Koalas erkannt. 

Eine viel beachtete Zählstudie von Flusspferden in der D.R. Congo stellte einen Workflow-

Prozess vor, der Tierindividuen mit einer mittleren Abweichung von lediglich 2,3% markieren 

und erfassen konnte (Lhoest et al., 2015). Grosse Herausforderungen stellten dabei die 

unterschiedliche thermale Abschattung des Tierkörpers durch die Eintauchtiefe dar, sowie 

das Auseinanderhalten und Verbinden der Segmente, vor allem wenn Kopf und Torso 

getrennte Signaturen aufweisen. Die thermale Auflösung der Daten betrug 640x480 px und 

die Flughöhe lag zwischen 38 m und 155 m AGL. 

Erste Anwendungen von Convolutional Neuronal Networks zur Detektion von menschlichen 

Thermalsignaturen wurden 2016 unter Verwendung eines Kalman-Filters veröffentlicht 

(Sathyan et al., 2016). Eine Review-Studie zum Einsatz und Potential von Computer Vision-

Technologien in der Tierökologie erschien im Folgejahr (Weinstein, 2017).  
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1.4.6 Fortschritte bei Convolutional Neuronal Networks 

Der grundsätzliche Aufbau von convolutional neuronal networks (CNN) basiert auf dem 

Prinzip eines mehrschichtigen Perzeptrons. Ein Perzeptron kennt Eingabe- und 

Ausgabevariablen, sowie eine Verschaltung von Knotenpunkten in einem Graphennetzwerk 

(analog den Zellkörpern eines Neurons), die über gewichtete Kanten miteinander 

miteinander verbunden sind (analog den Synapsen) und bestimmte Schwellwerte zur 

Aktivierung ihrer Nachbarn erreichen müssen (analog zur Entstehung eines 

Aktionspotentials) (McCulloch and Pitts, 1943; Rosenblatt, 1958). In der Struktur der 

Verschaltung ähneln CNNs dem Aufbau des Sehprozesses bei lebenden Organismen. Dies 

geht zurück auf Forschung aus den 50er- und 60er-Jahren an Säugetiergehirnen, wobei 

komplette „mentale Karten“ des visuellen Raumes in den sog. Rezeptiven Feldern des 

visuellen Cortex nachgewiesen werden konnten, welche in aufeinander folgenden Schichten 

organisiert waren (Hubel and Wiesel, 1968). 

Ein zentrales Element von CNNs ist ihre Möglichkeit zur adaptiven Informationsrückführung 

unter Anpassung der Kantengewichte vieler Neuronen gleichzeitig. Dieses Verhalten wird 

„Backpropagation“ genannt und geht auf Forschungen zum Modell des Neocognitrons in den 

80er-Jahren zurück (Fukushima and Miyake, 1982). In den folgenden Jahren wurde das 

Konzept mehrfach angewandt, verbessert, generalisiert und vereinfacht (LeCun et al., 2015).  

Während die Konzepte bereits länger bekannt 

waren, war die verfügbare Rechenleistung von 

Computern erst in den späten 90er-Jahren gross 

genug, um erste Anwendungen in der 

Bilderkennung umzusetzen (LeCun et al., 1998, p.). 

Es wurden damals 32x32 px grosse Bilddateien von 

Zahlen auf handgeschriebenen Schecks 

klassifiziert. Der Anwendungsfall ist heute ein 

Standardbeispiel für die Beschreibung der 

Funktionsweise der Netzwerke und resultierte z.B. 

in der Schaffung der bekannten MNIST-Datenbank, 

welche für das Benchmarking verschiedener 

Algorithmen eingesetzt wird (Deng et al., 2009).  

Erst in jüngster Zeit gelangen jedoch Erfolge vorwärts gerichteter, tiefer neuronaler 

Netzwerke, die bei herausfordernden Anwendungen auch systematisch bessere Ergebnisse 

als bisherige Lernverfahren erreichten (Graves and Schmidhuber, 2009) und zahlreiche 

Programmierwettbewerbe gewannen.  

Abbildung 2 - Ausschnitt aus dem 

MNIST-Datensatz  

(LeCun et al., 2010) 
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Mit dem Aufkommen massiv parallelisierbarer 

Implementierungen durch Nutzung schneller 

Grafikprozessoren konnte der Aufbau der Netzwerke in den 

Folgejahren so verfeinert werden, dass zum ersten Mal 

übermenschliche Performanz erreicht wurde. Ein häufig 

zitiertes Beispiel ist die Verkehrszeichenerkennung im 

Rahmen des IJCNN-Wettbewerbs 2011, wo ein CNN-

Algorithmus im Vergleich zur menschlichen Performanz 

(Fehlerrate 1,16%) nur halb so viele Fehlklassifikationen 

vornahm (Fehlerrate 0,54%).  (Ciregan et al., 2012; 

Stallkamp et al., 2011). Ein weiterer viel beachteter 

Fortschritt auf dem Gebiet der Bildklassifizierung wurde 

2012 mit dem AlexNet-CNN in der ImageNet-Challenge erzielt 

(Krizhevsky et al., 2012) (siehe auch 4.2.1). Erfolge wie diese 

leiteten einen Paradigmenwechsel im Umgang mit der 

Technologie ein, indem eine Vielzahl neuer 

Anwendungsformen erschlossen werden konnten. 

In den heutigen Implementierungen werden die 

Inputvariablen (häufig als multidimensionale Vektormatrizen, 

sog. „Tensoren“) zunächst über eine neuronale 

Konvolutionslage (convolutional layer) verarbeitet. Die 

Konvolution (in der Mathematik auch Faltung genannt) 

beschreibt eine grosse Anzahl möglicher Varianten in der 

funktionalen Analysis, aus zwei unterschiedlichen 

Funktionen durch Überlagerung eine dritte, neue, bisher 

unbekannte Funktion zu erzeugen, welche aber gewisse 

Eigenschaften mit ihren Ursprungsfunktionen teilt. Mehrere 

der aus der Konvolution resultierenden neuronalen 

Aktivierungssignale werden jeweils anschliessend in einer 

Schicht zur Dimensionsreduktion zusammengeführt (pooling 

layer). In neueren Algorithmen zur Dimensionsreduktion wird 

nur das jeweils stärkste Signal bevorzugt (max-pooling layer). 

Abbildung 3 (rechts) - Überblick über die Entwicklung der 

Tiefe des neuronalen Schichtaufbaus verschiedener 

moderner CNN-Architekturen von 1998 (links) bis 2015 

(rechts). Farbcode: Rot=Convolution/Full Connection; 

Gelb=Activation; Blau=Max-Pooling; 

Orange=Dimensionalitätsreduktion (Flatten); 

Violett=BatchNorm; Pink=Output.  

(Übernommen aus: Cohen, 2016) 
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In früheren und einfacheren CNNs wechselten sich Konvolutions- und Pooling-Schicht nur 

zwei Mal ab (Sundaresan and Lin, 1998), später 16-19 Mal (Simonyan and Zisserman, 

2014), in jüngsten Modellen können auch 152 oder mehr Schichtwechsel hintereinander 

verschaltet werden (Szegedy et al., 2017). 

Den Abschluss eines CNNs stellt im Regelfall eine vollständig verbundene Neuronenschicht 

(fully connected) dar. Die Anzahl Neuronen entspricht in dieser Schicht im Regelfall der 

Anzahl Klassen, in welche die Input-Tensoren klassifiziert werden sollten. Die korrekte 

Klassifizierung wird in dieser Schicht mit einem hohen Grad an Abstraktion ausgewertet. Dies 

ermöglicht die effektive Fehlerrückführung über die Verbindung zu allen anderen Schichten 

des Netzwerks (Long et al., 2015). 

Heute finden sich CNNs in den verschiedensten Formen in einer Vielzahl von Anwendungen. 

Die nachfolgende Liste wissenschaftlicher, gewerblicher und staatlicher Applikationen dient 

nur der beispielhaften Illustration und ist nicht abschliessend zu verstehen: 

- Spracherkennung, Klangsynthese und Übersetzung (z.B. Siri, Google DeepMind) 

- Suchmaschinen (z.B. Google Pagerank) 

- Bilderkennung (z.B. Facebook Gesichtserkennung) 

- Bildsynthese (z.B. die umstrittene Faceswap-Technologie)  

- Automatisierung, Steuerung und Optimierung von Prozessen (z.B. Materialprüfung) 

- Klassifikationen (z.B. automatisches Tagging von Videos) 

- Robotik (z.B. Autopilotsysteme in autonomen Fahrzeugen) 

- Spiele (z.B. AlphaGo, künstliche Intelligenz im E-Gaming) 

- Staatliche Überwachung und Fahndung (z.B. die umstrittene Gesichterkennung im 

öffentlichen Raum oder das umstrittene chinesische Sozialkredit-System) 

- Finanz- und Marktanalyse (z.B. Aktienkursprognose, Kreditwürdigkeitsprüfung) 

- Versicherungswesen (z.B. Risiko-Berechnung, Betrugserkennung) 

- Location-based Services (z.B. Verkehrsprognose, Navigation, Standort-Marketing) 

- Zeitreihenanalyse (z.B. Echtzeit-Wetterprognosen, Katastrophenrisiko) 

- Epidemiologie und medizinische Diagnostik (z.B. Ausbreitung von Pandemien) 

- Grundlagenwissenschaften (z.B. Astronomie: Suche nach Planeten, Biologie: 

Genetik, Neurowissenschaften: Modellierung von gedanklichen Prozessen, etc.) 

Gemeinsam ist den genannten Beispielen zumeist die Skalierbarkeit auf eine enorm grosse, 

multidimensionale Datenbasis. Da die Technologie inzwischen in sehr vielen 

Gesellschaftsbereichen angekommen ist, lohnt sich für die Industrie seit letztem Jahr in 

zunehmendem Masse nun auch die Produktion hochspezialisierter Hardware wie etwa das 

von Nvidia entwicklete GPU-Derivat V100 oder die von Google entwickelte TensorFlow 

Processing Unit (TPU) (Coleman et al., 2018).  
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2 Methode 

2.1 Prozessüberblick 

Aufgrund der Verfügbarkeit der Hardware, der hohen Qualität der Sensoren und der hohen 

Flächenabdeckung wird für die meisten Befliegungen im Rahmen dieser Studie das Fixed-

Wing-UAV «Sensefly eBee» eingesetzt. Der im folgenden beschriebene Prozessierungsablauf 

für die Luftbilddaten bezieht sich demnach auf die mit dem Fixed-Wing-UAV durchgeführten 

Befliegungen. Die Referenzflüge mit dem Multikopter werden gesondert geplant und 

ausgewertet. Auch die terrestrischen Referenzmessungen werden getrennt von den 

Befliegungen durchgeführt und ausgewertet. 

Die Befliegungen werden in Tierparks und Wildgehegen in der Region durchgeführt, um eine 

Vergleichbarkeit untereinander sowie mit dem späteren Einsatzszenario für 

Populationserfassungen im Aargau zu gewährleisten. Die Zielspezies sind dabei 

aufgrund ihrer Körperausmasse Schwarz-, Rot-, Dam-, Sika- und Axiswild, sowie Hornträger 

(Bovidae).  

Nach Vorgesprächen mit den Verantwortlichen eines Tierparks und dem Einholen der jeweilig 

notwendigen Genehmigungen zum Durchführen einer Befliegung wird anhand der aktuellen 

Wettervorhersagen ein Vormittag für die Befliegung identifiziert. Die Befliegungen werden 

zwischen Februar und April durchgeführt, um Abschattungseffekte durch die austreibende 

Vegetation zu verhindern, sowie um einen guten Wärmekontrast zwischen Tieren und 

Umgebung zu ermöglichen. Ein optimaler Flugtag würde bis zum Mittag keine Temperatur 

über 10°C erreichen. Es würde Windstille und eine geschlossene Wolkendecke oder 

Hochnebel vorherrschen. Dies sind theoretische Vorgaben, von denen in der Durchführung 

teilweise abgewichen werden musste (s. 3.1). 

Der erste Flug wird früh morgens (aufgrund gesetzlicher Bestimmungen aber bereits bei 

Tageslicht) mit dem Thermalsensor durchgeführt. Die möglichst kalte Umgebungs-

Temperatur wird ausgenutzt, um den Kontrast zu erhöhen, sowie um möglichst wenig 

Bewegung unter den Tieren zu erreichen. Anschliessend werden im Idealfall drei Flüge 

durchgeführt, bei welchen nacheinander (in unbestimmter Reihenfolge) Multispektral-, NIR- 

und RGB-Kamera zum Einsatz. Die Flugplanung und –durchführung erfolgt grösstenteils 

automatisiert (s. 2.5.1). 

Nach den Flügen werden die Daten mittels der Software eMotion 2 vorprozessiert und auf 

Harddrives übertragen. Mit einem Hochleistungsrechner werden zuerst die RGB-Daten 

mittels Photogrammetrie-Software wie Pix4D oder Agisoft Photoscan orientiert und ein 

Orthophotomosaik, sowie ein Geländemodell erstellt. Das Geländemodell kann 

anschliessend für weitere Prozessierungen verwendet werden. Anschliessend werden aus 
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den NIR- und Multispektraldaten ebenfalls Orthophotomosaike generiert. Die 

Wärmebilddaten müssen je nach Verlauf der Befliegung (z.B. Windbedingungen) per digitaler 

Bildverarbeitung ausselektiert, bevor eine Orientierung und Anfertigung des 

Orthophotomosaiks versucht wird.  

Mit den Orthophotomosaiken lassen sich anschliessend GIS-basierte Klassifizierungen 

durchführen. Geeignete Softwarelösungen sind QGIS, Esri ArcMap und Erdas Imagine. 

Hiermit wird untersucht, ob sich diese Daten für eine Wildtierdetektion oder Vorhersage 

eignen. Auch Satellitenbilder können zur Habitatklassifikation bei diesem Schritt eingesetzt 

werden. 

Die Thermalbilder werden aus ihrem Rohdatenformat mittels einer Min-Max-Spreadfunktion 

in einfacher interpretierbare Graustufen-JPGs umgewandelt. Auf einem beispielhaften 

Testdatensatz werden Bildbereiche mit Tieren auf einigen der Bilder anschliessend mittels 

Spezialsoftware markiert. Die so markierten Datensätze werden anschliessend mittels 

Python-basierter Programmierung in ein «convolutional neuronal network» eingegeben. 

Mit vielen tausend Trainingsschritten analysiert das parallelisiert auf Grafikprozessoren 

ausgeführte neuronale Netzwerk die Bilddaten auf Gemeinsamkeiten bei den 

Thermalsignaturen.  Fällt der Informationsverlust («Loss») in der Liveauswertung 

kontinuierlich unter einen bestimmten Schwellenwert, so kann das «erworbene Wissen» des 

Netzwerks «eingefroren» werden und als sog. «Frozen Inference Graph» (dt. 

etwa «Schlussfolgerungs-Logikdiagramm») exportiert werden. 

Über eine Emulation kann nun die Befliegung des UAVs mit laufender Wärmebildkamera 

nachgestellt werden, während das neuronale Netzwerk unter Zuhilfenahme des Inference 

Graphs den Video-Feed in Echtzeit analysiert und klassifiziert. Als Resultat werden farbige 

Rechtecke um die Tierpositionen gezeichnet und mit einer bestimmten 

Detektionswahrscheinlichkeit einer Klasse zugewiesen. 
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Abbildung 4 – Prozessdiagramm der Studie (Workflow-Übersicht) 
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2.2 Rechenhardware 

Speicherkonzept 

Aufgrund der umfangreichen Analyse fällt eine grosse Datenmenge (insgesamt 

0,5 bis 1,0 TByte) an, die aus den verschiedenen Prozessierungsschritten hervorgeht. 

Während der Analyse verbleiben die Daten deshalb zumeist auf den internen Harddisks bei 

der Rechnern, auf welchen auch die Analyse durchgeführt wird. Ist ein ressourcenintensiver 

Prozessierungsschritt abgeschlossen, so werden die Produkte, Resultate, Berichte und 

Rohdaten der wichtigsten Zwischenschritte auf dem Cloudspeicher SWITCHdrive gesichert 

und können von dort aus dezentral weiteranalysiert werden. Zum Abschluss der Arbeit wird 

ein umfangreiches Backup aller gewonnenen Daten erstellt, welches auf dem zentralen 

Server des Instituts Geomatik an der FHNW archiviert werden kann.  

Workstation 

Für alle rechen- und speicherintensiven Aufgaben wurde ein Dell Precision Tower 5810 

Workstation mit einer maximalen Leistungsaufnahme von 685 Watt eingesetzt. Die verbaute 

CPU ist ein im 3. Quartal 2014 auf den Markt gebrachter Intel Xeon E5-1660v3 x64 Octacore-

Prozessor der Haswell 22 nm-Baureihe mit einer maximalen Peak-Taktfrequenz von 3,5 GHz 

(kontinuierlich 3,0 GHz) und 20 Mbyte Last-Level-Cache. Dem Prozessor stehen 32 GByte 

DDR4-RAM als Hauptspeicher mit einer Taktrate von 2133 MHz zur Verfügung. Als 

Betriebssystem kommt Microsoft Windows 10 Enterprise im Build 1709 zum Einsatz. Die 

Rechenleistung der CPU wurde mit 296 Mrd. Gleitkommaberechnungen pro Sekunde 

(GFLOPS) im QwikMark 0.4 Performance Benchmark gemessen. 

Grafikprozessor 

Für grafische und hochgradig parallelisierbare Rechenanwendungen ist insbesondere die 

Leistung der Grafikkarte entscheidend: Die eingesetzte Dual-Slot Nvidia Quadro K5200-

Grafikkarte wurde im Juli 2014 auf den Markt gebracht und verfügt über 8 Gbyte 

physikalischen GDDR5-VRAM und 16 Gbyte dedizierten virtuellen Auslagerungsspeicher. Sie 

wurde speziell für parallelisiertes Rechnen entwickelt und verfügt daher über die für das 

Baujahr relativ hohe Anzahl von 2’304 CUDA-Kernen. Damit werden bei 32 bit-Anwendungen 

maximal 3’553 GFLOPS, bei 64 bit maximal 1’184 GFLOPS erreicht. Modernere Workstation-

Grafikkarten wie die Nvidia GTX1080 Ti erreichen aber bereits eine etwa dreifach schnellere 

«Relative Performance» (TechPowerUp, 2018). 
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2.3 Untersuchungsgebiete 

2.3.1 Wahl der Untersuchungsgebiete 

Für eine Durchführung der Experimente und eine Verifizierung der Modelle eignen sich vor 

allem Wildparks in der Region. Die häufig naturnahe Lage und Anlage der Parks bietet eine 

Umgebung, wie sie auch in der Kulturlandschaft des Schweizer Mittellands zu finden ist. Die 

Topographie setzt dabei zusammen mit dem Vegetationsbestand die Rahmenbedingungen 

hinsichtlich der Minimalflughöhe und somit auch der Bodenauflösung (GSD). Von 

unbedingter Wichtigkeit ist auch die Einhaltung von gesetzlichen Flugverbotszonen, sowie 

das vorgängige Einholen von allfällig benötigten Bewilligungen. Der Luftraum über 

bestimmten Tierparks unterliegt z.B. aufgrund der räumlichen Nähe zu Flughäfen strikten 

gesetzlichen Flugbestimmungen, was eine wetterabhängige Befliegungsplanung deutlich 

erschweren könnte (Bundesamt für Zivilluftfahrt BAZL, 2018). 

Regionale Tierparks bieten darüber hinaus die Möglichkeit, Daten für einheimische Wildtiere 

zu erheben. Zoologische Gärten oder Streichelzoos weisen hingegen oft exotische Arten auf, 

deren Detektion im späteren Anwendungsgebiet grundsätzlich unwahrscheinlich ist. 

Signaturen von Einzeltieren können in Tierparks aufgrund der Einschränkungen der Gehege 

problemlos einer einzelnen Spezies zugeordnet werden. Anzahl, Grösse und 

Standardverhalten der Tiere sind bekannt oder kontrolliert, was eine Verifizierung der 

Detektion ermöglicht. Nur eine solche Datenbasis erlaubt die Erstellung markierter 

Trainingsdatensätze, welche für die automatisierte Detektion unter Realbedingungen 

benötigt werden. Auch falschpositive Signaturen wie diejenigen von menschlichen 

Besuchern oder warmen Fahrzeugen sind aufgrund ihrer Position ausserhalb der Gehege 

einfach zu identifizieren.  

Es kann davon ausgegangen werden, dass unterschiedliche Spezies alleine schon aufgrund 

unterschiedlicher Körperausmasse unterschiedliche Thermalsignaturen aufweisen. Um 

diese Signaturen voneinander differenzieren zu können, ist es daher notwendig, 

Referenzdaten mit ansonsten gleichbleibenden Parametern zu erheben. Idealerweise 

werden also innerhalb der gleichen Befliegung mit dem gleichen Sensor mehrere Arten 

überflogen, deren Signaturen somit eine relative Vergleichbarkeit aufweisen. Dies kann 

erreicht werden, indem die Flugplanung über einem Tierpark mehrere Gehege umfasst, in 

welchen verschiedene bekannte Arten verortet werden können. Umgekehrt ist es notwendig, 

Referenzdaten zu erheben, wie sich unterschiedliche Umgebungsbedingungen auf die 

Signatur und Detektionsqualität der gleichen Spezies auswirken. Dies kann getestet werden, 

indem die gleiche Art, bzw. vergleichbare Individuen in verschiedenen Tierparks überflogen 

werden. Dabei variierende Faktoren wie z.B. Vegetationsbedeckung, Bodenbeschaffenheit, 

Wetter oder Gehegegrösse können so auf ihren Einfluss hin untersucht werden. 
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2.3.2 Privatgehege Münchwilen 

 Topographie und Vegetation 

 
Abbildung 5 - Visualisierung des privaten Damhirschgeheges in Münchwilen (Aargau) mit 

RGB-Beispielflug; Gehegemarker 384m ü.NN.; Textur: 2017-06-08 

Landsat/Copernicus; Quelle: Google Earth (Google Inc, 2018) 

Das private Damhirschgehege in Münchwilen umfasst ca. 0,23 ha Fläche und ist nicht 

öffentlich zugänglich. Es befindet sich in direkter Nähe zur Wohnsiedlung an einem Nordhang 

des «Eikerberg». Der Boden besteht grösstenteils aus offenem Erdreich. Auf dem Gelände 

selbst wächst praktisch keine Vegetation. Richtung Hang wird das Gehege jedoch vom 

Astwerk der Laubbäume des beginnenden Mischwalds «Stumpholz» überdeckt. 

 Fauna 

Auf dem Gelände befinden sich zum Zeitpunkt der Befliegungen sechs Tiere. Eines davon ist 

ein kapitales Damhirsch-Männchen, das sein Geweih noch nicht abgeworfen hat, die 

anderen fünf Damwild-Weibchen. 

 Wetter 

Das Gehege wurde zwei Mal beflogen. Am 5. Februar war die Wolkendecke geschlossen, die 

Temperatur um 11:00 betrug 2°C, die relative Luftfeuchte lag bei 80% und der Wind wehte 

mit 2,0 m/s.  

Am 4. April war der Himmel wolkenlos, die Temperatur um 08:00 Uhr betrug 10°C, die 

relative Luftfeuchte lag bei 67% und der Wind wehte kaum mit 2,1 m/s.  

Quelle für zusätzliche Wetteraufzeichnungen: agrometeo.ch (Agroscope, 2018). 

N 
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2.3.3 Tierpark Roggenhausen-Aarau 

 Topographie und Vegetation 

 
Abbildung 6 - Visualisierung Tierpark Roggenhausen (Aarau) mit RGB-Beispielflug; 

Tierparkmarker 425m ü.NN.; Textur: 2015-12-14 Landsat/Copernicus; 

Quelle: Google Earth 

Der Tierpark Roggenhausen umfasst ca. 11 ha Gesamtfläche. Er befindet sich im relativ tief 

eingeschnittenen Seitental «Roggehuser Täli» zwischen dem Buechholz und der Gemeinde 

Eppenberg im Westen und dem Haseberg und dem Oberholz im Osten in Richtung des 

Stadtzentrums von Aarau. Umliegende Siedlungen sind mindestens 200m Luftlinie vom Park 

entfernt. Durch den Park fliesst der «Roggenhuserbach». Das Gelände ist in der Talfläche mit 

nur vereinzelten Bäumen weitgehend frei von Vegetation, an den steilen Hängen wird der 

Mischwald etwas dichter. Zur Befliegung waren nur sehr wenige Besucher im Park. 

 Fauna 

Der Tierpark beherbergt jeweils ein Rudel Dam-, Axis- und Rotwild mit einem Bestand von ca. 

15-20 Tieren pro Art. Weitere detektierbare Tiere umfassen jeweils einige wenige 

Wildschweine, Strahlenziegen, Welsh-Mountainponys und Steinböcke. Die Gehege der 

verschiedenen Arten sind voneinander durch Maschendrahtzäune abgetrennt. 

 Wetter 

Am 22. Februar war die Wolkendecke geschlossen, die Temperatur um 10:00 Uhr betrug 

2°C, die relative Luftfeuchte lag bei 83% und der Wind wehte stark mit 8,6 m/s, Böen bis 

12 m/s. Quelle für zusätzliche Wetteraufzeichnungen: agrometeo.ch (Agroscope, 2018). 

N 
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2.3.4 Wildgehege am Bergsee Bad Säckingen 

 Topographie und Vegetation 

 
Abbildung 7 - Visualisierung Wildgehege am Bergsee (D) mit RGB-Beispielflug; 

Tierparkmarker 400m ü.NN.; Textur: 2014-07-17 GeoBasis-DF/BKG; Quelle: 

Google Earth 

Das Wildgehege am Bergsee befindet sich in einem langgestreckten Seitental am südlichen 

Ausläufer des Hotzenwalds (Eggberg). Durch den ca. 9 ha grossen Park fliesst der 

Gewerbebach in Richtung Bad Säckingen. Siedlungen sind mindestens 400m Luftlinie vom 

Park entfernt. Der Park weist nur einen kleinen vegetationsfreien Abschnitt im Rotwildgehege 

auf und wird ansonsten von hohem Mischwald dominiert. Zum Befliegungszeitpunkt waren 

nur sehr wenige Besucher vor Ort. 

 Fauna 

Im Wildgehege befinden sich etwa 8 bis 10 Wildschweine, sowie Rot-, Sika- und Damwild mit 

einem Bestand von jeweils etwa 15 Tieren. Die Arten sind voneinander abgetrennt. 

 Wetter 

Am 28. März war die Wolkendecke geschlossen mit gelegentlich sehr leichtem Nieselregen, 

die Temperatur um 08:00 Uhr betrug 8°C, die relative Luftfeuchte lag bei 96% und der Wind 

wehte schwach bis mässig mit 3,2 m/s, Böen bis 5,5 m/s. 

Quelle für zusätzliche Wetteraufzeichnungen: agrometeo.ch (Agroscope, 2018). 

N 
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2.3.5 Wisentgehege Gersbach 

 Topographie und Vegetation 

 
Abbildung 8 - Visualisierung Wisentgehege im Weidepark Gersbach (Schwarzwald) mit 

RGB-Beispielflug; Gehegemarker 937m ü.NN.; Textur: 2017-08-07 

GeoBasis-DF/BKG; Quelle: Google Earth 

Das private Wisentgehege in Gersbach befindet sich im südlichen Hochschwarzwald am 

Südhang des Rohrenkopf in ca. 1000m Höhe ü.NN und umfasst etwa 4,2 ha. Es ist öffentlich 

zugänglich und gehört zum Tourismusprojekt «Weidepark Gersbach». Die Distanz zur 

Siedlung beträgt ca. 170 m Luftlinie. Den grössten Teil des Geheges stellt eine relativ steile 

gleichmässig abfallende Viehweide mit niedrigem Grasbewuchs dar. Im östlichen Ausläufer 

des Geheges können die Tiere einen kleinen von Nadelbäumen dominierten Waldabschnitt 

nutzen, der bis hinunter zum Bächlein «Gersbach» reicht. 

 Fauna 

Im Gehege befanden sich zum Befliegungszeitpunkt sieben Wisente: Ein Bulle, zwei Kühe, 

zwei zweijährige und zwei letztjährige Kälber. 

 Wetter 

Das Wetter am 2. April war zunächst von Hochnebel geprägt, der sich im Verlaufe des Tages 

bis zur Mittagszeit komplett lichtete. Die Temperatur um 10:00 Uhr betrug 6°C, der Wind 

wehte schwach bis mässig bei 3,6 m/s. 

N 
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2.3.6 Weidepark Gersbach 

 Topographie und Vegetation 

 
Abbildung 9 - Visualisierung Weidefläche schottischer Hochlandrinder im Weidepark 

Gersbach (Schwarzwald) mit RGB-Beispielflug; Gehegemarker 814m ü.NN.; 

Textur: 2017-08-07 GeoBasis-DF/BKG; Quelle: Google Earth 

Die private Viehweide für schottische Hochlandrinder in Gersbach befindet sich ca. 300 m 

nördlich des Weilers Lochmühle. Die Weide ist ebenfalls Teil des Tourismusprojekts 

«Weidepark Gersbach» und somit öffentlich zugänglich. Die Grösse der Weide beträgt ca. 

0,4 ha; der Elektrozaun kann auf andere Wiesenstücke versetzt werden. Zum Zeitpunkt war 

sie grösstenteils von Erdreich und kleinen Flächen niedergetrampeltem Grases bedeckt. An 

der Westgrenze beginnt ein kleines Nadelwaldstück, auf der Weide selbst befinden sich aber 

einige wenige Laubbäume. 

 Fauna 

Die Herde umfasst ca. 18 schottische Hochlandrinder, darunter ein Bulle und ein sehr junges 

Kalb. Während der Befliegung fütterte der Bauer die Tiere, sodass die Herde relativ kompakt 

zusammenstand. 

 Wetter 

Zum Zeitpunkt der Befliegungen am 2. April ab 12:00 Uhr hatte sich der Hochnebel komplett 

gelichtet und der Himmel war wolkenfrei. Die Temperatur betrug bereits 15°C, der Wind 

wehte schwach bei 2,5 m/s. 

N 
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2.3.7 Tierpark Waltenschwil 

 Topographie und Vegetation 

 
Abbildung 10 - Visualisierung Tierpark Waltenschwil (Aargau) mit RGB-Beispielflug; 

Tierparkmarker 467m ü.NN.; Textur: 2017-04-07 GeoBasis-DF/BKG; Quelle: 

Google Earth 

Der Tierpark Waltenschwil (Aargau) befindet sich 200m nordöstlich des Waltenschwiler 

Siedlungsgebiets zwischen dem Gugelhof und den Mischwäldern «Churzholz» und «Urhau». 

Das Gehege umfasst knapp 8 ha, wovon jedoch etwas mehr als 1 ha als Neuanpflanzung 

durch Zäune von den Tieren getrennt ist und 0,2 ha stehende Gewässer sind. Zum Zeitpunkt 

der Befliegung gab es ca. 5-6 Besuchergruppen (zumeist Kleinfamilien oder Spaziergänger) 

am Tierpark. Ungefähr die Hälfte des Parks besteht aus einer offenen Wiese mit niedrigem 

Grasbewuchs. Die andere Hälfte befindet sich unter einem Laubmischwald mit nur 

vereinzelten Nadelbäumen. 

 Fauna 

In Waltenschwil wird eine grosse Damwild-Herde von insgesamt ca. 60 Tieren auf einer 

zusammenhängenden Fläche gehalten. 

 Wetter 

Am 6. April war der Himmel nahezu wolkenfrei. Die Temperatur um 10:00 Uhr betrug 10°C, 

die relative Luftfeuchte lag bei 65%, es war praktisch windstill (0,2 m/s).  

Quelle für zusätzliche Wetteraufzeichnungen: agrometeo.ch (Agroscope, 2018). 

N 
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2.3.8 Wildgehege Waldshut 

 Topographie und Vegetation 

 
Abbildung 11 - Visualisierung Wildgehege Waldshut (D) mit RGB-Beispielflug; 

Tierparkmarker 467m ü.NN.; Textur: 2017-08-07 GeoBasis-DF/BKG; Quelle: 

Google Earth 

Das Wildgehege Waldshut befindet sich 300 m nordöstlich oberhalb der Stadt Waldshut (D) 

auf dem Mühleberg, einem südlichen Ausläufer des Hotzenwalds. Die Parkanlagen befinden 

sich grösstenteils unter Mischwald, wobei sich eine Einschlagschneise von gut 30m Breite in 

Ost-West-Richtung durch den Park zieht, die als Lichtung dient und von niedrigem Gras 

bewachsen wird. Mit ca. 22 ha ist das Wildgehege der grösste untersuchte Tierpark. Zum 

Zeitpunkt der Befliegung waren nur wenige Besucher anwesend, die sich auf das weitläufige 

Gelände verteilten. 

 Fauna 

Im Wildgehege Waldshut leben ca. 20 Tiere Rotwild, ca. 20 Tiere Sikawild, ca. 15 Tiere 

Damwild, ca. 20 Mufflon-Wildschafe, ca. 5-10 Steinböcke, ca. 10 Wildschweine und ca. 5-10 

Zwergziegen jeweils in getrennten Gehegen, sowie einige weitere nicht detektierbare Vögel. 

 Wetter 

Am 9. April war der Himmel bedeckt, die Temperatur lag um 08:00 Uhr bei 9°C, die 

Luftfeuchte betrug 72% und der Wind wehte mässig mit 3,8 m/s.  

Quelle für zusätzliche Wetteraufzeichnungen: agrometeo.ch (Agroscope, 2018). 

N 
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2.4 Experimenteller Aufbau der Multikopter-Befliegungen 

2.4.1 Multikopter: Sensefly Albris 

Zusätzlich zum Fixed-Wing-UAV soll ein Multikopter mit ähnlicher Sensorik eingesetzt werden, 

um die Vor- und Nachteile der Flugsysteme gegeneinander abgleichen zu können. Es ist 

davon auszugehen, dass Multikopter aufgrund der Fähigkeit stationär schweben zu können, 

in schwierigem Gelände eine niedrigere Flughöhe erlauben. Gleichzeitig ist der Betrieb aber 

energieintensiver und erlaubt daher nur kürzere Flugzeiten und die Erhebung kleinerer 

Flächen. Aufgrund der lauten Motorgeräusche und des höheren Unfallrisikos sind 

Multikopter zudem wachsenden Ressentiments in der Bevölkerung ausgesetzt, was das 

Erlangen einer Befliegungserlaubnis durch den Eigentümer erheblich erschweren kann. Auch 

ist ein unnatürlicheres Verhalten der Tiere (Flucht) durch die lauten Motorgeräusche und die 

niedrigere Flughöhe bei einem Multikopter wahrscheinlicher als beim Fixed-Wing. 

 
Abbildung 12 - Sensefly Albris. Übernommen aus: (Gillins et al., 2018) 

Der Sensefly Albris ist ein spezieller Kartierungs- und Inspektions-Quadrokopter. Er ist mit 

einer extrem hochauflösenden RGB-Hauptkamera ausgestattet (38 Megapixel; Bildmass: 

7’152 x 5’368 px), welche bei 5 m Distanz zum Aufnahmeobjekt eine Trennschärfe von 

1 mm/Pixel GSD ermöglicht (Sitech, 2018). Bei einer Spannweite von 80 cm und einem 

Gewicht von ca. 1,8 kg wird die maximale Flugzeit mit 22 min beworben (senseFly, 2018a). 

Der integrierte Thermalsensor weist lediglich eine Auflösung von 80x60 Pixeln auf, die 

Thermalbilder werden aber live mit den RGB-Daten über einen Kantendetektionsalgorithmus 

interpoliert, sodass vorprozessierte Bilder mit ca. 800x600 Pixeln angezeigt werden können. 

Die Steuerung erfolgt vollautomatisch über die Software eMotion 3 oder manuell per 

Controller unter Unterstützung eines Live-Video-Feeds. Während die Anschaffungskosten vor 

zwei Jahren noch auf ca. 35'000.- USD taxiert wurden (Christ, 2016), gibt es inzwischen 

Angebote für Demonstrationsgeräte in Höhe von 10'500.- USD (RDO Integrated Controls, 
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2018). Für dieses Projekt werden der Multikopter und die Leistungen des Piloten von der 

Firma KOPA in Laufenburg (Schweiz) bereitgestellt. 

2.4.2 Zielsetzung 

Für die Multikopter-Befliegungen wurde ein privates Damhirsch-Zuchtgehege in Münchwilen 

(Aargau) mit einer Ausdehnung von ca. 2’500 m² und einem Bestand von 6 adulten Tieren 

ausgewählt. Durch zuvor bereits ausgeführte Befliegung mit dem Fixed-Wing-UAV hatte sich 

herausgestellt, dass die Möglichkeiten einer thermographischen Horizontalkartierung mit 

dieser Plattform auf der Versuchsfläche stark begrenzt werden. Durch den nahen Waldrand 

und die steile Topographie des umliegenden Geländes musste eine vergleichsweise hohe 

Flughöhe gewählt werden (>100 m), um sicher oberhalb der Baumwipfel operieren zu 

können. Das Damhirsch-Gehege selbst ist weitgehend frei von Vegetation, bietet aber keine 

Start- und Landemöglichkeiten, sowie wenig Navigationsfreiheit für ein Fixed-Wing-UAV. 

Das Ziel der Multikopter-Befliegungen ist deshalb, thermographische Signaturen von 

Damhirschen zu generieren, die aufgrund der niedrigeren Flughöhe eine höhere 

Bodenauflösung und Detailschärfe als die Bilder des Fixed-Wing-UAVs bieten. Es sollen 

Aufnahmen getätigt werden, die die Veränderungen der Signaturen im Hinblick auf die 

Parameter Flughöhe, Aufnahmewinkel und Vegetationsabschattung darstellen. Für jeden 

Parameter soll aufgrund der auf maximal 15 min begrenzten Batterielaufzeit ein eigener Flug 

durchgeführt werden. Um in der kurzen Flugzeit möglichst hochqualitative Daten zu erhalten, 

werden die Flüge vollständig manuell von einem erfahrenen Piloten durchgeführt. 

2.4.3 Flugplanung 

 
Abbildung 13 - Steuerung der Sensefly Albris mit der Flight Controlling Software eMotion 3 
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Der erste Flug wird als vertikaler Annäherungsflug konzipiert. Der Multikopter steigt auf eine 

Höhe von 60 m AGL (above ground level) auf, wird senkrecht über die Tiere navigiert und hält 

die Position. Anschliessend wird die Flughöhe bis auf 30 m AGL in 10 m-Stufen reduziert. Auf 

jeder Stufe werden Thermalaufnahmen der Tiere gemacht und – falls nötig – die 

Horizontalposition so korrigiert, dass sich die Tiergruppe wieder senkrecht unter dem 

Multikopter befindet. Unterhalb von 30 m AGL wird die Flughöhe bis auf 10 m AGL in 5 m-

Schritten reduziert. Bei offensichtlichen Stressreaktionen durch die Tiere sollte wieder auf 

die vorherige Stufe gestiegen werden. 

Der zweite Flug wird als Point-of-Interest-Flug konzipiert. Dabei soll der Multikopter zunächst 

eine möglichst niedrige Flughöhe einnehmen, bei welcher im vorherigen Flug noch keine 

Stressreaktion durch die Tiere zu beobachten war. Die Distanz zur Tiergruppe soll 

anschliessend beibehalten, während Sichtwinkel und Flughöhe angepasst werden. Die 

Thermalbilder werden horizontal und vertikal in 10°-Intervallen aufgenommen. Dabei soll 

der Multikopter in mehreren Bahnen (so gut wie es das Terrain zulässt) halbkreisförmig um 

die Tiergruppe schweben. 

Der dritte Flug kann ausgeführt werden, sobald die Tiere mit Futter in einen Eckbereich des 

Geheges gelockt wurden, der von Astwerk überdeckt ist. Sollte dies nicht gelingen, könnte 

der Multikopter mit den zuvor gewonnenen Erkenntnissen über die ungefähre Fluchtdistanz 

auch zum Zusammentreiben der Tiere eingesetzt werden. Diese Technik kommt bereits beim 

Management von Rinderherden zur Anwendung (Jung and Ariyur, 2017). Anschliessend solle 

der Multikopter so positioniert werden, dass sich verschiedene Vegetationselemente und 

Aststärken zwischen der Flugposition und den Tieren befinden, um thermale 

Abschattungseffekte zu erreichen. Die Wärmebilder werden anschliessend aus mehreren 

Flughöhen und Blickwinkeln ausgelöst. 

2.4.4 Prozessierung 

Zunächst wird das Postprocessing der Flüge in eMotion 3 ausgeführt. So können die RGB- 

und die Thermaldaten im Rohformat mit Zeitstempeln und WGS84-Koordinaten im 

Metadatenheader exportiert werden. Auch das Generieren einer KML-Datei zur 

dreidimensionalen Lokalisierung der Aufnahmepunkte ist mit eMotion möglich. Die externen 

Bildorientierungs-Parameter können im JSON-Format exportiert werden. Die Auswertung der 

Luftbilder erfolgt anschliessend weitestgehend qualitativ (siehe 3.1).  
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2.5 Experimenteller Aufbau der Fixed-Wing-Befliegungen 

2.5.1 Fixed-Wing-UAV: Sensefly eBee 

Die Wahl des Fixed-Wing-UAVs fiel auf die leichtgewichtige Plattformlösung «eBee» der Firma 

«senseFly». Als weitgehend autonom operierendes Kartografiewerkzeug vermarktet, verfügt 

die eBee über eine vergleichsweise hohe Reichweite von max. 50 min Flugzeit und 9,3 km² 

max. erfassbarer Oberfläche (senseFly, 2018b). Dies sind Idealwerte, die besonders unter 

schwierigeren Witterungsbedingungen von dem 0,7 kg schweren Fluggerät nur begrenzt 

erreicht werden können. Der schaumstoff-basierte Korpus weist eine Bucht für 

austauschbare Luftbildsensoren auf und erreicht eine Spannweite von 96 cm.  

 

Abbildung 14 - Fixed-Wing-UAV "Sensefly eBee" 

Der Workflow für Befliegungen wird über die Software eMotion 2 weitgehend automatisiert. 

Inzwischen ist eMotion in der Version 3 verfügbar, welche über 3D-Grafik und erweiterte 

Exportmöglichkeiten verfügt. In dieser Studie kam aber noch Version 2 zum Einsatz. Zur 

Flugsteuerung wird ein externer 2.4 Ghz-Transmitter an einem handelsüblichen Windows-

Notebook eingesetzt. Telemetriedaten des Trägheits-, Bodenapproximations-, und GPS-

Sensors werden live mit der Bodenstation ausgetauscht, während die Luftbilddaten auf SD-

Speicherkarten in den jeweiligen Sensormodulen gespeichert werden. Bei niedriger Flugbahn 

(min. 50 m über Boden) und unter Verwendung des hochauflösenden RGB-Sensors ist eine 

Bodenauflösung (GSD) von 1,5 cm/Pixel realisierbar. Die maximale operative Windstärke 

wird mit 10 m/s angegeben. Im Vergleich zu den Rotoren von Multikoptern ist der 

bürstenlose Heckantrieb sehr leise, was die Erlangung von Bewilligungen zum Einsatz über 

besiedelten Gebieten oder in sensiblen Umgebungen wie Naturschutzgebieten erleichert. 
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2.5.2 Sensoren 

Verglichen wurden ein Standardsensor (Sony Cybershot, 18 Megapixel RGB; GSD = 2,0 cm), 

der R/G/NIR-Sensor „Canon S110 NIR“ (Bodenauflösung GSD = 3,5 cm, unkalibriert),  

der empfindlichere vierköpfige Multispektralsensor „Airinov Multispec 4C“  

(GSD = 9 cm, sonneneinstrahlungskalibriert, R/G/Red-Edge/NIR), sowie der  

Wärmebildsensor „Thermomap“ (λ = 7-14 µm; GSD = 15 cm; 640 x 512 px). Alle Sensoren 

eignen sich für Befliegungen mit der Flächenflüglerplattform „Sensefly eBee“ unter 

Ausnützung der maximal empfohlenen GSD.  

 

 

 

 

 

 

 Abbildung 15 - Verwendete Sensoren: S110NIR (links), MultiSpec4C (mitte), ThermoMap 

(rechts) und die jeweilige «spectral response» der enthaltenen Kanäle; 

Bilder übernommen aus: (Airinov, 2017; MicaSense, 2018; senseFly, 

2017). 

 RGB-Kamera 

Die verwendete RGB-Kamera Sony DSC-WX220 lichtet die gewünschte Szenerie in den drei 

Kanälen Rot, Grün und Blau ab. Diese Spektralkanäle sind für das menschliche Auge sichtbar 

und ermöglichen durch die hohe räumliche Bodenauflösung von bis zu 2,0 cm/px GSD einen 

Überblick über die natürliche Umgebung des Untersuchungsgebiets. 

 NIR-Kamera 

Mittels des Canon S110 NIR-Sensors, einer modifizierten Kompaktkamera, kann das 

untersuchte Gebiet in einem Wellenbereich zwischen 500 – 1000 nm aufgenommen 

werden. Die Kanäle weisen zwar keine so hohe spektrale Trennschärfe gegenübereinander 

auf und der NIR-Kanal erreicht nur eine vergleichsweise niedrige Empfindlichkeit. Der Vorteil 

der Kamera ist aber die Erhebung von Nahinfrarot-Information mit einer für 

Multispektralsensoren unerreichbar hohen Bodenauflösung von 3,5 cm/px GSD. 
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 Multispektral-Sensor 

Als Multispektralsensor kam das Modul «multiSPEC 4C» von «AirInov» zum Einsatz. Durch vier 

getrennte optische Köpfe mit den jeweiligen Wellenlängenfiltern können Rot-, Grün-, «Red-

Edge»- und NIR-Kanal einzeln erfasst und kalibriert werden. Zur Echtzeit-Normalisierung der 

Sonneneinstrahlung ist zusätzlich ein nach oben gerichteter Helligkeitssensor verbaut. Nur 

durch diese Normalisierung ist es möglich, Aufnahmen verschiedener Befliegungen (mit 

jeweils unterschiedlichen Wetterbedingungen) zu vergleichen. Vor der Befliegung muss der 

Sensor halbautomatisch mittels einer kodierten Farbtafel radiometrisch kalibriert werden.  

Die aufgenommenen Bilder werden für jeden Kanal einzeln als TIF-Bild mit einer Auflösung 

von 1280x960 Pixel bei einer Grösse von ca. 1.2 Megabyte pro Kanal und Bild gespeichert. 

Die maximal resultierende Bodenauflösung bewegt sich im Bereich von etwa 9 cm/px GSD. 

Der Sensor verbraucht etwas mehr Strom als die zuvor beschriebenen Kompaktkameras und 

verkürzt daher die maximal mögliche Flugzeit auf etwa 30 Minuten. 

 Thermal-Sensor 

Der Sensefly ThermoMAP-Sensor nimmt absolute Temperaturen mit einer für 

Thermalsensoren hohen räumlichen Auflösung von 640x512 px und eher niedrigen 

zeitlichen Auflösung von 7,5 Hz auf. Der Output wird als 64bit-TIF Bilddateien gespeichert, 

bei welchen jedem Pixel ein «Thermal-Infrarot-Index» (TIR64) zugewiesen wird. Der Sensor 

erreicht eine radiometrische Auflösung von ΔT = 0,1°C. Über folgende Formel kann der 

Indexwert in einen absoluten Temperaturwert in Grad Celsius umgerechnet werden  

(Pix4D, 2018): 

𝑇 [°𝐶] =  
𝑇𝐼𝑅64

100
− 100 

Der Wertebereich des Index liegt typischerweise zwischen 9'000 (≙-10°C) und 14'000 

(≙+40°C). Umgerechnet werden dürfen nur absolute Indexwerte, jedoch keine Differenzen 

(Wedel, 2018). Referenzmessungen zum terrestrischen Abgleich der Sensordaten werden 

mittels eines einfachen digitalen Thermometers zur Messung der Lufttemperatur überprüft 

(Auflösung ΔT = 0,5°C), um die Plausibilität des Wertebereichs abschätzen zu können. 

Der Sensor an sich verbraucht bereits etwas mehr Strom als die zuvor beschriebenen 

Kompaktkameras und benötigt bei kaltem Wetter zusätzlich eine etwa 5-minütige Aufwärm- 

und Kalibrationsphase, was die maximale zur Luftbildaufnahme zur Verfügung stehende 

Flugzeit auf etwa 25 Minuten begrenzt. Zusätzlich durch die zeitliche Begrenzung muss 

beachtet werden, dass die Bildüberlappung für die ThermoMap-Daten 90% betragen sollte, 

um ein erfolgreiches Tie-Point-Matching zur Generierung eines Orthomosaiks zu erreichen. 

Dies schränkt die Grösse des untersuchbaren Gebiets auf max. 15 ha bei 15 cm/px GSD ein.   
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2.5.3 Photogrammetrische Auswertung 

Die photogrammetrische Auswertung der Fernerkundungsdaten erfolgt mit den 

Softwarelösungen Pix4D Mapper (Version 4.2.26) und Agisoft Photoscan Professional 

(Version 1.4.2 Build 6205). Die Daten erfolgreicher Befliegungen liegen als Bilddateien im 

RAW-, JPG- oder TIFF-Format auf der Speicherkarte des Sensors und verfügen im Metadaten-

Header über den dreidimensionalen Aufnahmepunkt in WGS84-Koordinaten mit dem 

dazugehörigen Aufnahmezeitstempel. Zusammen mit den Bildern muss die externe 

Orientierung jedes Bilds, sowie die interne Orientierung des Sensors in die Photogrammetrie-

Software importiert werden. Im Falle von Pix4D geschieht dies automatisch durch den Export 

einer *.p4d-Datei durch das Postflight-Menü von eMotion 2. Im Falle von Agisoft Photoscan 

müssen die Orientierungsparameter zunächst über das Interface von Pix4D als CSV 

exportiert werden. Liegt eMotion in der Version 3 vor, kann auch direkt ein Agisoft Photoscan-

Projekt erstellt werden. Liegen alle Luftbilder und Metadaten vor, können in der jeweiligen 

Softwaresuite die Bilder übereineinander orientiert und die Kameraparameter kalibriert 

werden. Über die Generierung und Verdichtung einer Punktwolke mittels Bündelblock-

Ausgleichsrechnung kann anschliessend das dreidimensionale Drahtgittermodell generiert 

und das daraus resultierende georeferenzierte Orthophotomosaik erzeugt werden. 

Für den Multispec 4C-Sensor empfiehlt sich die Verwendung von Pix4D, um radiometrisch 

kalibrierte Produkte zu erhalten. Die vorangegangen Projekte der FHNW zum Multispec 4C-

Sensor beschreiben eine Notwendigkeit, die radiometrische Kalibration der radiometrischen 

Bilddaten zunächst mit dem «Outil  de  calibration  multiSPEC  4C»  der  Firma  AirInov 

vornehmen zu müssen (Läderach et al., 2014; Nebiker et al., 2016). Diese Funktion ist in 

der verwendeten Version von Pix4D bereits enthalten und vollständig automatisiert. Die 

radiometrische Kalibration der Bilddaten erfolgt daher ohne dass die Kalibriertafel-Fotos der 

im Feld vorgenommenen Sensorkalibrierung noch einmal mit Rahmenpolygonen digitalisiert 

werden müssten. 

Aufgrund von Windböen und der unter Umständen relativ langen Belichtungszeit des 

ThermoMap-Sensors kommt es gelegentlich zu starken Unschärfeartefakten, wobei von 

einem ca. 4000 Bilder umfassenden 25min-Flug je nach Windstärke nur ca. 600 

ausreichend scharfe Bilder produziert werden. Diese einzeln zu bewerten ist zeitlich zu 

aufwändig. Es wird daher bei Thermalbefliegungen, deren Punktwolkenorientierung in der 

Prozessierung scheitert, ein Pythonskript eingesetzt, welches per OpenCV-Bibliothek 

(Bradski, 2000) einen Kantendetektionsfilter anwendet und anschliessend nur die 

schärfsten Bilder selektiert. Je nach Datenlage kann diese Vorauswahl zu wesentlich 

besseren Resultaten in der erneuten photogrammetrischen Prozessierung beitragen. Das 

Skript wurde bereits in mehreren internen Arbeiten erfolgreich angewandt (Ackermann, 

2017; Wedel, 2018).  
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2.6 Hyperspektrale Referenzmessungen 

Bodengestützte, hyperspektrale Referenzmessungen werden mit dem tragbaren 

Feldspektrometer „Tec5 Handyspec Field“ durchgeführt. Der Spektralbereich dieser 

punktbasierten Messungen reicht hierbei von 360 nm bis 1’000 nm bei einer Auflösung von 

Δλ = 10 nm. Damit sind die Spektralbereiche der eingesetzten UAV-Sensoren (Blau ab 

400 nm, NIR bis 820 nm), abgesehen von der Thermographie (7'000 - 15'000 nm), 

abgedeckt. Der beim Messen beständig schwankende Sonnenlichtstrom wird – ähnlich dem 

Kompensationssystem des MultiSpec4C – mittels eines zum Zenit hin ausgerichteten 

Helligkeitssensor in Echtzeit gemessen und zur Korrektur der Daten eingesetzt (tec5 AG, 

2018, p. 5). Die Hyperspektralen Reflektanzdaten werden von einem Windows Mobile CE 

Pocket PC verarbeitet und in einem proprietären, textbasierten Format (*.pz3) angelegt.  

Die Messungen sollen verifizieren, ob eine hinreichend genaue fernerkundliche 

Unterscheidung der spektralen Eigenschaften von Tierkörpern gegenüber Vegetation oder 

Waldboden möglich sind. Dafür werden von verschiedenen Tierkörpern, sowie Waldböden 

und Vegetation in 20 – 50 cm vertikaler Distanz jeweils ca. 20 Einzelmessungen 

vorgenommen. 

Die *.pz3-Dateien des HandySpec Feldspektrometers werden mit einem auf MS Excel 

basierten Visual Basic Macro-Script tabellarisch vorprozessiert. Als Produkt zur 

Weiterverarbeitung werden korrigierte Reflektanzwerte ausgegeben. 

Für die Einzelmessungen (n≈15) der Reflektanz (x) von Objekten wie Tierkörpern, Waldboden 

und Vegetation werden anschliessend für jeden Spektralkanal arithmetische Mittelwerte (𝑅̅), 

Standard-Abweichung (σ) und ein Zuverlässigkeits-Score (Z) in Prozent berechnet: 

𝑍 = 1 −  
𝜎

1
𝑛

∑ 𝑥𝑖
𝑛
𝑖=1

 

Aus diesen Werten lässt sich somit die Zuverlässigkeit der Spektralmessungen innerhalb der 

Stichprobe abschätzen. Im weiteren Verlauf der Auswertungen werden die Stichproben 

einzelner Objektklassen zusammengeführt, um durchschnittliche Abweichungen der 

Spektralmessungen innerhalb der Klasse plotten zu können. 

Nach einem Glätten der Messwerte (arithmetisches 𝑥̅) über einer Bandbreite von 

Δλ = 30 nm, wird anschliessend mittels eines Lineplots überprüft, ob sich die VIS/NIR-

Reflektanzspektren von Wildtierkörpern signifikant (±2σ) von Waldboden oder 

Vegetationselementen unterscheiden.  
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3 Resultate 

3.1 Befliegungen mit dem Multikopter 

3.1.1 Durchgeführte Flüge 

Die drei geplanten Multikopter-Flüge fanden am 4. April 2018 in Münchwilen (Aargau) 

zwischen 09:00 und 10:30 Uhr bei einer Lufttemperatur von ~10°C statt. Der erste Flug fand 

noch im Schatten statt, während beim zweiten und dritten Flug Sonnenstrahlen auf die 

Versuchsfläche fielen. Durch den flachen Einfallwinkel der Sonnenstrahlen konnte keine 

messbare Erwärmung der Umgebungselemente innerhalb des Wildgeheges im 

Untersuchungszeitraum festgestellt werden. 

Nr Ziel Dauer Weg 
Avg./Max. 

Höhe AGL 

Raw RGB + 

Raw TIR 

Interpolierte 

TIR-Bilder 

1 Senkrechte Annäherung 08:34 339 m 36/61 m 7 Bilder 13 Bilder 

2 Point-of-Interest Winkel 10:33 416 m 25/37 m 17 Bilder 17 Bilder 

3 Vegetationsabschattung 11:34 434 m 38/50 m 18 Bilder 21 Bilder 

Tabelle 1 - Eckdaten der Multikopter-Befliegungen 

Alle Flüge konnten wie geplant unter praktisch windstillen Bedingungen durchgeführt 

werden. Die Anzahl getätigter Aufnahmen blieb etwas unter den Erwartungen zurück; jeweils 

30 Raw RGB + Raw TIR-Bilder, sowie 30 interpolierte TIR-Bilder pro Flug wären ein optimales 

Ergebnis gewesen. Die verfügbare gesammelte Datenmenge ist jedoch ausreichend hoch, 

um qualitative Rückschlüsse («anecdotal evidence») zu ziehen.  

Das Fluggeräusch des Multikopters ist sehr laut. Der gefühlte Lautstärke-Eindruck ist in etwa 

vergleichbar mit einer Benzin-Motorsense. Bei grösserer Entfernung beobachteten die Tiere 

das Gerät immer wieder kurz, gingen aber ansonsten ihrem Standardverhalten wie etwa dem 

Äsen nach. Erste Anzeichen von Unruhe äusserte sich bei den Tieren durch Blickfixierung des 

Multikopters und langsames Zusammenrotten bei etwa 30 m 3D-Distanz. Deutlicher Stress 

in Form von Fluchtreaktionen konnte ab einer 3D-Distanz von 15 m zu den Tieren beobachtet 

werden. Dies äusserte sich beispielsweise durch ruckartigen Bewegungen, um sich vom 

Multikopter zu entfernen oder durch schützende Positionierung des Rudels dicht hinter dem 

Hirsch. 
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Abbildung 16 - Beispielhaftes 3D-Flugprofil in eMotion 3 für den ersten Flug. Die 

Standbildpositionen und deren externe Orientierung sind durch die 

dunkelroten Pyramiden dargestellt. 

 

3.1.2 Qualität der Daten 

 RGB-Bilder 

 
Abbildung 17 - Beispielhafter Ausschnitt aus den vorprozessierten Raw-RGB-Daten in etwa 

10 m 3D-Entfernung zum Damwild. 
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Die RGB-Daten zeigen aufgrund der Verwendung des extrem 

hochauflösenden 38-Megapixel-Sensors einen sehr hohen 

Detaillierungsgrad. Die einzelnen Raw-Dateien werden im DNG-

Format gespeichert und belegen pro Auslösung ca. 32 Mbyte 

Speicherplatz. Trotz der relativ gut ausgeleuchteten Umgebung 

weisen die Bilder jedoch bereits bei ISO400 F/2.4 ein starkes 

Farbrauschen in der 1:1-Darstellung (100% Bildzoom) auf. Durch die 

Verwendung der Metadaten des Raw-Formats lässt sich das 

Rauschen teilweise manuell in Bildbearbeitungssoftware wie Adobe 

Photoshop korrigieren. Für die Verwendung zur automatischen Tie-Point-Suche in 

photogrammetrischer Auswertungssoftware kann ein starkes Farbrauschen bei komplexen 

Objekten jedoch zum Hindernis werden (McCarthy and Benjamin, 2014). Da die vorliegenden 

Daten aber nicht photogrammetrisch verwendet werden sollen, ist diese Einschränkung nicht 

weiter problematisch. 

 Thermale Rohdaten 

 
Abbildung 19 - Beispielhafte Darstellung von drei thermalen Rohdatenbildern. 

Symbolisierung mittels Min-Max-Streckung in QGIS. 

 

Die thermale Auflösung des Sensors von 

80x60 Pixeln ist hinsichtlich des hohen 

Preises des Komplettsystems als nicht mehr 

zeitgemäss einzustufen. Verglichen mit dem 

ThermoMap-Sensor auf der eBee-Plattform 

liefert der Albris-Thermalsensor nach dem 

Strahlensatz also erst bei einem 1/8 der 

Flughöhe AGL die gleiche Detailschärfe des 

zu beobachtenden Objekts. Für eine 

umfassende Kartierung von 

Waldabschnitten und eine 

photogrammetrische Auswertung sind diese 

Daten also als unzureichend einzustufen.  

Abbildung 18 – 

Sichtbares 

Farbrauschen bei 

Details (100% Zoom) 

Abbildung 20 - Vergleich der Roh-

Auflösungen von Albris (rot) und 

ThermoMap (grün) bei 100% 

Vergrösserung 
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 Interpolierte Wärmebilder 

 
Abbildung 21 - Beispielhaftes interpoliertes, eingefärbtes Wärmebild als Primärprodukt der 

Thermografie-Lösung am Sensefly Albris Multikopter. 

Die mittels RGB-Kantendetektionsfilter interpolierten Wärmebilddaten stellen eine 

Kompromisslösung dar, welche vor allem auf die schnelle Interpretierbarkeit der Bilddaten 

durch einen menschlichen Betrachter abzielt. Dafür sprechen die hartkodierten Farbwerte 

und Legendenelemente, sowie die Einbettung des Wärmebildes in einen RGB-Rahmen zur 

einfacheren, intuitiven Verortung. Hinsichtlich der Diskriminierbarkeit einzelner 

Tierindividuen bietet der angewandte Algorithmus tatsächlich Vorteile, sodass Information 

sichtbar wird, die auf den niedrig aufgelösten Rohdaten fehlt. Für eine maschinelle 

Weiterverwendung sind die Bilder jedoch weitgehend ungeeignet, da einerseits die 

Überlagerungstreue zwischen RGB- und Thermaldaten häufig nicht ausreicht und der 

Kantendetektionsfilter andererseits häufig wechselnde Artefakte generiert, die keine Tie-

Point-Suche gestatten würden. Besonders kritisch ist der Kantendetektions-Algorithmus bei 

der Suche nach Tieren unter Vegetationsbedingungen zu sehen, da hierbei der Verlauf des 

Astwerks statt der Körpergrenze des Tieres verstärkt wird. 
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3.1.3 Winkelbasierte Signaturveränderungen 

 
Abbildung 22 - Veränderungen der Thermalsignaturen in Abhängigkeit vom Neigewinkel 

der Kamera. Dunkelblau ≅ 4°C; Dunkelrot ≅ 9°C 

Aus der oberen Grafik kann auf eine starke Neigewinkel-basierte Abhängigkeit der 

Signaturform geschlossen werden. Insbesondere nimmt dabei die visuelle 

Unterscheidbarkeit einzelner Individuen zu, wenn ein niedrigerer Neigewinkel gewählt wird. 

Auch das Hervortreten von Körpermerkmalen wie das Verhältnis von Kopf zu Torso, sowie 

die Position der Extremitäten unterstützen die visuelle Unterscheidbarkeit und Identifikation 

von Einzeltieren. Gleichzeitig ist die exponierte wärmestrahlende Fläche bei einer seitlichen 

Ansicht grösser als bei der direkten Draufsicht. Dies resultiert in weniger Mischpixeln, was 

insbesondere bei niedrigeren Sensorauflösungen grundsätzlich die Detektierbarkeit erhöht. 

Selbstverständlich erhöht auch eine niedrigere 3D-Distanz (oder im Umkehrschluss ebenso 

eine höhere Sensorauflösung) die Detektierbarkeit der Einzeltiere, da das Verhältnis von Voll- 

zu Mischpixeln dabei jeweils zunimmt. 
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3.1.4 Thermale Abschattung durch laubfreie Vegetation 

 
Abbildung 23 - Zwei Beispiele für Abschattungen von Wärmestrahlung durch laubfreie 

Vegetation. Links: Feines Astwerk, Flughöhe AGL 15m, Dunkelblau ≅ 4°C; 

Dunkelrot ≅ 7°C. Rechts: Direkt unter Baumkrone, Flughöhe AGL 26m, 

Dunkelblau ≅ 4°C; Dunkelrot ≅ 10°C 

Die Grafik oben zeigt qualitativ, dass Abschattungseffekte auftreten können, wenn 

verschiedene Faktoren zusammentreffen. Zum einen hat die Flughöhe einen grossen 

Einfluss. Je niedriger der Flug ausgeführt werden kann und je lichter das Geäst ist, unter 

welchem sich die Tiere befinden, umso wahrscheinlicher ist es, dass Vollpixel durch das 

Astwerk hindurch detektiert werden können.  Während der absolute Temperaturunterschied 

in der Abschattung der vier nebeneinanderstehenden Tiere zwischen dem linken und dem 

rechten Bild lediglich ΔT ≈ -1°C ausmacht, zeigt sich jedoch gleichzeitig eine grosse 

Schwäche in der Min-Max-Streckungsvisualisierung der Thermaldaten: Durch die Wahl der 

grösseren Flughöhe und damit des grösseren Bildausschnitts gelangen am unteren linken 

Bildrand verhältnismässig sehr warme, sonnenbestrahlte Rasenstücke ins Bild. Dies lässt 

den wahrgenommenen Temperaturunterschied zwischen 

Tieren und Boden schrumpfen, da für den Bereich zwischen 

Boden und Tiersignatur nicht mehr die volle Farbrampe zur 

Verfügung steht. Besonders deutlich wird dies in der oberen 

Grafik an dem freistehenden Tier am unteren Bildrand, das 

im linken Bild noch rot eingefärbt ist, während es im rechten 

Bild lediglich türkis eingefärbt wird. In beiden Fällen ist das 

Tier jedoch gleich warm (ca. 7°C). Bei den Bildern rechts wird 

zudem deutlich, dass die Abschattung mit einer Absenkung 

von ΔT ≈ -1°C durch das volle Geäst der Baumkronen alleine 

bereits einen starken Einfluss auf die wahrgenommene 

Sichtbarkeit der Tiersignaturen haben kann, da das Geäst 

zusätzlich zur direkten Abschattung eine gleichmässigere 

Verteilung der Wärmestrahlung bewirkt. 

Abbildung 24 - Vergleich des 

Wärmeabschattungseffektes 

von wenig und viel Geäst; 

Flughöhe AGL 10m. 
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3.2 Befliegungen mit dem Fixed-Wing-UAV 

3.2.1 Durchgeführte Flüge 

Datum /  

Uhrzeit 
Ort 

Sensor 

(°C bei 

Thermal) 

Dauer 

(min: 

sek) 

Weg 

(km) 

Flughöhe 

AGL (m) 

Avg./Max.  

Bilder · 

Kanäle 

Over

-lap 

Avg. 

GSD 

(cm) 

02-05/13:22 Münchwilen THM: 1° 15:17 7,9 135 / 179 1'214 · 1 80% 27,2 

02-05/13:55 Münchwilen NIR 8:10 6,2 147 / 178 49 · 3 75% 5,3 

         

02-22/10:40 Roggenhausen THM: -2° 21:21 16,8 96 / 120 4’193 · 1 80% 25,1 

02-22/11:35 Roggenhausen RGB 21:10 13,2 170 / 208 163 · 3 75% 4,1 

02-22/12:25 Roggenhausen NIR 14:59 11,6 136 / 173 128 · 3 75% 5,6 

         

03-28/08:22 Bad Säckingen THM: 8° 19:47 14,0 106 / 137 4’333 · 1 85% 19,7 

03-28/09:15 Bad Säckingen NIR 23:45 16,2 122 / 155 281 · 3 75% 5,2 

03-28/10:41 Bad Säckingen RGB 16:51 11,6 126 / 166 177 · 3 75% 3,5 

03-28/11:53 Bad Säckingen Mspec 21:14 13,7 104 / 135 413 · 4 80% 11,2 

         

03-29/17:32 Kameratest Wehr RGB 10:26 6,8 57 / 76 88 · 3 80% 1,6 

         

04-02/10:01 Gersbach Wisent THM: 6° 29:07 21,3 74 / 105 4’553 · 1 90% 15,7 

04-02/10:50 Gersbach Wisent MSpec 12:04 8,7 76 / 104 159 · 4 80% 8,8 

04-02/11:18 Gersbach Wisent RGB 8:00 5,8 75 / 100 56 · 3 80% 2,6 

         

04-02/12:15 Gersbach Weide THM: 15° 13:54 10,1 74 / 88 2’106 · 1 90% 15,2 

04-02/12:46 Gersbach Weide MSpec 10:43 7,7 81 / 96 155 · 4 80% 8,6 

04-02/13:12 Gersbach Weide RGB 11:22 7,8 78 / 92 102 · 3 80% 2,5 

         

04-04/12:45 Münchwilen RGB 12:22 7,5 141 / 182 78 · 3 75% 3,6 

         

04-06/09:59 Waltenschwil THM: 10° 30:17 21,0 67 / 80 5’577 · 1 90% 14,8 

04-06/11:02 Waltenschwil MSpec 23:47 16,8 70 / 82 431 · 4 80% 7,6 

04-06/12:44 Waltenschwil RGB 17:22 12,0 73 / 89 191 · 3 80% 2,4 

         

04-09/08:33 Waldshut THM: 7° 34:32 26,4 88 / 130 8’594 · 1 85% 22,3 

04-09/09:37 Waldshut MSpec 29:02 21,4 91 / 130 419 · 4 80% 10,2 

04-09/10:24 Waldshut RGB 25:43 17,2 100 / 131 306 · 3 80% 3,6 

Tabelle 2 - Eckdaten der erfolgreich durchgeführten Fixed-Wing-Befliegungen 
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3.2.2 Luftbilder und photogrammetrische Prozessierung 

 Privatgehege Münchwilen (5. Feb. & 4. Apr.) 

 
Abbildung 25 - Thermalmosaik des privaten Damhirschgeheges (weiss) in Münchwilen (AG) 

überlagert mit dem Rotkanal der NIR-Befliegung. Wärmeskala von Blau 

(6,5°C) über Rot (10,1°C) bis Gelb (13,8°C) 

Sowohl die Thermal- als auch die NIR-Befliegung konnten erfolgreich durchgeführt werden. 

Für beide Befliegungen gilt jedoch ebenfalls, dass die Flughöhe AGL sehr hoch gewählt 

werden musste und so nur eine niedrige Bodenauflösung zu erwarten war.  

Bei den Thermalbildern traten aufgrund der direkten Siedlungsnähe (beheizte Kamine und 

Dächer) grosse Wärmeunterschiede innerhalb der Bilder auf, die aufgrund der hohen 

Bildkontraste ein visuelles Erkennen der Tiersignaturen fast unmöglich machten. Das 

Thermalmosaik konnte aber aufgrund der linearen Landschaftsmerkmale in Siedlungsnähe 

(Strassen, Dächer, Grundstücksnutzungen) generiert werden. Im südlich gelegenen 

Hanglagen-Wald war schliesslich keine Bildabstimmung (Tie-Point-Matching) mehr möglich. 

Das Mosaik zeigt jedoch das komplette Gehege. 

Die RAW-NIR-Aufnahmen waren trotz einer relativ intensiven Globalstrahlung um 14:00 Uhr 

sehr dunkel und zeigten deutliches Bildrauschen. Dies konnte jedoch bei der Generierung 

des Mosaiks grösstenteils kompensiert werden. 

Die RGB-Befliegung des 4. April diente zur Aufnahme eines akkuraten Geländemodells. 

Befliegungen und Prozessierung gelangen problemlos. 
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 Tierpark Roggenhausen (22. Feb.) 

 
Abbildung 26 - Überlagerung von Thermal- und Orthophotomosaik des Tierparks 

Roggenhausen. Wärmeskala von Blau (2°C) über Rot (5°C) bis Gelb (8°C) 

Die RGB- und NIR-Aufnahmen erreichten trotz der relativ hohen Flughöhe AGL und des 

starken Windes eine gute Bodenauflösung. Beide Befliegungen liessen eine topographisch 

nahezu vollständige photogrammetrische Prozessierung zu. Auf den hochaufgelösten 

Mosaiken sind Tiere, die sich in der offenen Landschaft befinden, gut sichtbar. 

Während der Thermalbefliegung war 

das UAV starken Windböen 

ausgesetzt. Im Zusammenhang mit 

der niedrigen Bodenauflösung 

aufgrund der hohen Flugbahn, waren 

nur auf sehr wenigen Bildern 

Tiersignaturen zu erkennen. Aufgrund 

des relativ dichten Waldes konnten die 

Bilder der Hanglagen bei der 

Prozessierung nicht aufeinander 

abgestimmt werden. Im Tal führte die 

deutliche Sichtbarkeit des 

Flussverlaufs zu besseren Resultaten. 

Das Thermalmosaik zeigt deshalb nur 

ca. 6,4 ha der gesamten überflogenen Fläche von 11,2 ha. 

Abbildung 27 – Tierpark Roggenhausen: 

Nahinfrarotmosaik (oben) und daraus 

generierte 3D-Punktwolke (unten) 
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 Wildgehege am Bergsee Bad Säckingen 

 
Abbildung 28 - Multispektrales Falschfarben-Mosaik des Wildgeheges am Bergsee in Bad 

Säckingen. Visualisiert sind Nahinfrarot-, RedEdge- und Rotkanal. 

Die RGB-, NIR- und Multispektral-Befliegungen konnten problemlos durchgeführt und 

prozessiert werden. Die Mosaike und 3D-Modelle weisen eine hohe Qualität auf. 

Aufgrund der auf nahezu dem gesamten Gebiet hohen Vegetationsdichte, sowie wenigen 

thermisch kontrastreichen, linearen Übergängen gelang das Tie-Point-Matching der 

Wärmebilder weder mit Pix4D, noch mit Agisoft Photoscan. Auch das Verwenden der 

Höhenmodelle aus anderen Befliegungen ermöglichte keine Generierung eines thermalen 

Orthomosaiks. Die Tiersignaturen sind jedoch auf den Einzelbildern eindeutig zu erkennen, 

grösstenteils scharf und wurden daher als Rohdaten in die weitere Analyse übernommen. 

Abbildung 29 - Eindeutige Tiersignaturen (weisse Punkte) in den Rohdaten der Bad 

Säckinger Thermalbefliegung. In den äusseren beiden Bildern ist Rotwild zu 

sehen (orange Kästen), in den inneren beiden Wildschweine (grüne 

Kästen). 
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 Wisentgehege Gersbach 

 
Abbildung 30 – Oben links: Bodensituation der Wisente. Oben rechts: Beispielhafte 

Signatur der Wisente auf den Thermal-Rohaten. Unten: Thermales 

Orthophotomosaik des Wisentgeheges in Gersbach mit teilweise sichtbaren 

Tiersignaturen (schwarze Kästen) und Fehlsignaturen (weisse Kästen). 

Wärmeskala von Blau (4°C) über Rot (8,3°C) bis Gelb (12,6°C) 

Trotz des relativ starken Windes und des steilen Terrains (und der sich daraus ergebenden 

relativ hohen Flughöhe) waren alle Befliegungen (RGB, MSpec und Thermal) am 

Wisentgehege erfolgreich. Die Prozessierung ergab qualitativ hochwertige 

Orthophotomosaike und 3D-Modelle.  

Für die Thermaldaten musste Agisoft Professional verwendet werden; Pix4D scheiterte bei 

der initialen Tie-Point-Suche trotz des Vorhandenseins relativ vieler thermisch 

kontrastreicher linearer Übergänge. Auf den Rohdaten sind die Wisente trotz ihrer 

grundsätzlich isolierenden Oberflächenphysiologie ausserordentlich gut sichtbar. Dies erklärt 

sich einerseits aus dem Aufenthalt in praktisch vegetationsfreier Umgebung und der kalten 

Umgebungstemperatur von ca. 6°C, andererseits jedoch aus der reinen Körpergrösse der 

Tiere. Als störende signatur-ähnliche Wärmeemissionen zeigten sich ausserdem die 

Ruheplätze und Ausscheidungen der Tiere auf den Wärmebildern. Da sich diese 

Fehlsignaturen während der Befliegung im Gegensatz zu den Tieren nicht bewegen sind sie 

auf den Rohdaten, sowie dem Orthophotomosaik teilweise deutlich zu erkennen. 
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 Weidepark Gersbach 

 
Abbildung 31 – Oben links: Signaturen der schottischen Hochlandrinder auf den Rohdaten. 

Oben rechts: Bodensituation. Unten: Thermales Orthophotomosaik im 

Weidepark Gersbach. Als Hintergrund dient der Rotkanal des RGB-Fluges. 

Die Tiersignaturen sind gut erkennbar (weisse Kästen), die Tiere bewegten 

sich aber zwischen den Flügen, weshalb über das hinterlegte RGB-Bild Tiere 

ohne Wärmesignatur am Futterplatz zu erkennen sind. Wärmeskala von 

Blau (13°C) über Rot (20°C) bis Gelb (27°C). 

Der RGB- und der Multispektralflug konnten problemlos in relativ niedriger Flughöhe 

ausgeführt werden. Auch die photogrammetrische Prozessierung gelang und generierte 

Daten in hoher Qualität.  

Der späte Befliegungszeitpunkt (12:15) bei einer frühlingshaften Umgebungstemperatur von 

15°C und wolkenfreiem Himmel ist aber als Grenzfall für die Thermalaufnahmen zu werten, 

da sich einige Bildelemente schon stark erwärmt hatten. Weil die überflogene Rinderherde 

aber im Begriff war, vom Bauer gefüttert zu werden, befanden sich alle Tiere auf der offenen 

Wiese. Dies erlaubte trotz der Witterungsumstände die Erhebung von Signaturdaten in hoher 

Qualität. Die Prozessierung gelang vollumfänglich mit Pix4D.  
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 Tierpark Waltenschwil 

 
Abbildung 32 – Oben: Thermales Orthophotomosaik des Tierparks Waltenschwil. Als 

Hintergrund dient der Rotkanal des RGB-Fluges. Die Tiersignaturen sind 

teilweise erkennbar. Wärmeskala von Blau (8°C) über Rot (12,5°C) bis Gelb 

(19,2°C). Unten links: Rohdaten mit Damwild-Signaturen. Unten rechts: 

Falschfarben-Multispektralmosaik zur Vegetationsanalyse. 

Die fast windstillen Witterungsbedingungen und das flache Terrain des Tierparks 

Waltenschwil erlaubten die Erhebung der am höchsten aufgelösten Daten dieser Studie für 

alle drei verwendeten Sensortypen (RGB, Multispektral und Thermal). Wegen der niedrigen 

Flughöhe gelang bei den Thermaldaten sogar auf dem bewaldeten Teil des Tierparks die 

Prozessierung und das Tie-Point-Matching. Erst im angrenzenden Waldstück nordöstlich des 

Parks war aufgrund der dichten Vegetation kein Tie-Point-Matching mehr möglich. Als 

mögliche Fehlerquelle erwies sich die um 10:00 morgens bereits relativ intensive seitliche 

Sonneneinstrahlung, sodass sich in der zentralen, von Gehege abgetrennten 

Nachwuchsanpflanzung eine grosse Anzahl Wärmeartefakte ansammelte. Ein grosser Teil 

der Tiersignaturen sind dennoch auf dem Thermalmosaik zu erkennen. Aufgrund von 

Tierbewegungen während des Fluges ist die Anzahl jedoch nicht repräsentativ, sodass für 

eine automatisierte Detektion auf die Rohdaten zurückgegriffen werden musste. Die 

Prozessierung der RGB- und Multispektraldaten gestaltete sich problemlos. 
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 Wildgehege Waldshut 

 

 
Abbildung 33 – Oben: Verschiedene gut sichtbare Tiersignaturen auf den thermalen 

Rohdaten. Unten: RGB-Orthophotomosaik des Wildgeheges in Waldshut. 

Der RGB-Flug in Waldshut liess sich problemlos zu einem Orthophotomosaik prozessieren, 

die Multispektral- und Thermaldaten hingegen nicht (weder Pix4D noch Agisoft Photoscan). 

Für die Multispektraldaten war zwar die Generierung eines niedrig aufgelösten Orthomosaiks 

möglich (GSD = 1,0 m/px), dieses war jedoch nicht radiometrisch kalibriert und wies deshalb 

starke Helligkeitsunterschiede zwischen den Bildsegmenten auf. Die Probleme mit der 

Prozessierung dieser Daten hängen vermutlich vor allem mit der hohen Vegetationsdichte 

und dem verhältnismässig hohen Stand des Waldes zusammen. Sowohl der Multispektral-, 

als auch der Thermalsensor weisen einen starken «Fisheye»-Linsenverzug auf. Diese 

Verzerrung wird im Regelfall problemlos durch die Prozessierungssoftware ausgeglichen. Die 

Entzerrung der Bilder scheitert jedoch vor allem bei niedrigen Auflösungen an den komplexen 

dreidimensionalen Strukturen der Bäume, da sich je nach Blickwinkel, Lichteinfall und 

Windeinfluss zwischen zwei Bildern eine Baumes zu wenige Anhaltspunkte für das Tie-Point-

Matching ergeben. Aufgrund der starken und verschiedenartigen Tierbestände des 

Wildgeheges Waldshut eignen sich die thermalen Rohdaten mit den sichtbaren Signaturen 

jedoch trotzdem sehr gut für eine weitere Analyse.  
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3.3 Hyperspektrale Referenzmessungen 

Es wurden insgesamt n = 213 Hyperspektral-Messungen mit dem Feldspektrometer 

durchgeführt. Die Messungen fanden am 26. März 2018 im Wildgehege am Bergsee (Bad 

Säckingen) bei durchgehender Bewölkung und 7°C Lufttemperatur statt. Es wurden vier 

verschiedene Wildschweine, ein Damhirsch, sowie Waldboden, Tannenbäume, 

Unterholz/Buschwerk, die Rinde gefällter Baumstämme, menschliches Haupthaar, 

menschliche Haut, Pferde und Hunde gemessen. Aufgrund der starken Streuung der 

Spektren von Menschen und Haustieren flossen diese nicht weiter in die Auswertung mit ein. 

Die ersten 16 Messungen dienten lediglich der Überprüfung der korrekten Funktionsweise 

des Gerätes. Insgesamt wurden somit n = 125 Spektralmessungen in die weitere 

Auswertung übernommen. Extreme Signalabweichungen mit unrealistischen (zum Teil 

negativen) Reflektanzwerten wurden über alle Stichproben hinweg in den Kanälen 

λ = [900, 920, 940 bis 1’000] nm beobachtet. Die Kanäle 940 nm bis 1’000 nm wurden 

daher komplett aus der Analyse ausgeschlossen. Die Kanäle 900 nm und 920 nm wurden 

als Mittelwert aus den beiden sie umgebenden Werten (± 10 nm) interpoliert. 

 
Abbildung 34 - Mittlere geglättete Reflektanz im VIS/NIR-Spektrum von Waldboden (n=24), 

Damwild (n=11) und Schwarzwild (n=43). Die doppelte 

Standardabweichung der Reflektanz (±2σ) repräsentiert einem 

Vertrauensintervall von ~95%. 

Die Spektren von Schwarzwild und Damwild befinden sich beide über den kompletten 

gemessenen Wellenlängenbereich innerhalb des Konfidenzintervalls des 

Waldbodenspektrums. Eine systematische Unterscheidbarkeit von Waldboden und 

Wildtieren anhand eines spezifischen Musters innerhalb dieses Wellenlängenbereichs ist 

demnach praktisch unmöglich, da sich die Spektren zu ähnlich sind. Auch eine spektrale 
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Unterscheidbarkeit zwischen Wildschweinen und dem Damhirsch innerhalb des sichtbaren 

und nahinfraroten Spektrums kann auf dieser Datengrundlage ausgeschlossen werden. 

 

 
Abbildung 35 - Mittlere geglättete Reflektanz im VIS/NIR-Spektrum von Tannenbäumen 

(n=15), Damwild (n=11) und Schwarzwild (n=43). Die doppelte 

Standardabweichung der Reflektanz (±2σ) repräsentiert einem 

Vertrauensintervall von ~95%. 

Zwischen den Spektren von Tannenbäumen und Wildtieren konnten signifikante 

Unterschiede in zwei Wellenlängenbereichen beobachtet werden. Die erste Zone ist der 

Bereich von λ = 600 nm bis λ = 690 nm und korrespondiert im sichtbaren Licht mit den 

Farben Orange bis Dunkelrot. Vereinfacht gesagt sind Schwarz- und Damwild somit 

signifikant „roter“ als Tannenbäume. Die zweite Zone befindet sich nach dem für Pflanzen 

typischen Reflektanzanstieg im RedEdge-Bereich von ca. λ = 700 nm im frühen nahen 

Infrarot (NIR) ab λ = 730 nm bis zum Ende der zuverlässigen Messreihe bei λ = 930 nm. Die 

Tannen reflektieren das Sonnenlicht in diesem Wellenlängenbereich wesentlich intensiver 

als die Wildtiere, sind also vereinfacht gesagt signifikant „infraroter“. Um Tiere von Pflanzen 

zu unterscheiden würde sich also in einem Klassifikationsszenario ein Vegetationsindex wie 

der NDVI (Normalized Differenced Vegetation Index) eignen, der diese beiden identifizierten 

Wellenlängenbereiche (Rot und NIR) ausnutzt (Gates, 1980). Vom Waldboden wären die 

Tiere aber nach wie vor auch mittels dieses Index nicht unterscheidbar, da die 

Ausgangswerte zu nahe bei einander liegen. 
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Abbildung 36 - Mittlere geglättete Reflektanz im VIS/NIR-Spektrum von 

Buschwerk/Unterholz (n=10), Damwild (n=11) und Schwarzwild (n=43). Die 

doppelte Standardabweichung der Reflektanz (±2σ) repräsentiert einem 

Vertrauensintervall von ~95%. 

Ein tendenziell ähnliches Bild wie für Tannenbäume ergibt sich für das Spektrum von 

Buschwerk, bzw. Unterholz. Durch die niedrige Anzahl Samples (n = 10), sowie die Mischung 

von Brombeersträuchern, Brennnesseln und Bodendeckern ergeben sich jedoch vor allem 

im sichtbaren Licht bis λ = 700 nm sehr starke Schwankungen im Vertrauensintervall. Erst 

oberhalb des charakteristischen RedEdge-Übergangs bei λ = 750 nm zeichnet sich eine 

relativ deutliche Unterscheidbarkeit zwischen Wildtieren und Unterholz ab. Das 

Signifikanzniveau von 95% wird jedoch zumeist knapp nicht erreicht. Da der NDVI zusätzlich 

zur erhöhten Nahinfrarot-Reflektanz von der leicht niedrigeren Rot-Reflektanz im Bereich von 

λ = 650 nm profitieren könnte, ist eine Unterscheidbarkeit unter Umständen trotzdem 

möglich. Diese Frage kann jedoch nur auf einer erweiterten Datengrundlage beantwortet 

werden. 
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Abbildung 37 - Mittlere geglättete Reflektanz im VIS/NIR-Spektrum von Nadelholz-

Baumrinde (n=12), Damwild (n=11) und einem Bachlauf (n=20). Die 

doppelte Standardabweichung der Reflektanz (±2σ) repräsentiert einem 

Vertrauensintervall von ~95%. 

Im letzten Spektralvergleich zeigt sich, dass Nadelholz-Baumrinde im allgemeinen sichtbares 

und infrarotes Licht etwas stärker als Wildtiere reflektiert. Der Unterschied tritt besonders 

deutlich oberhalb von λ = 720 nm zu Tage, wo der Unterschied zwischen beiden Klassen 

deren 95%-Vertrauensintervall zu übersteigen beginnt. 

Zwischen dem Bachlauf und den Wildtieren ist ein deutlicher Unterschied oberhalb von 

λ = 740 nm zu beobachten. Wildtiere reflektieren Licht in diesem Bereich signifikant 

intensiver als das Wasser der Bachoberfläche. 

Zusammenfassend kann geschlossen werden, dass sich Nahinfrarotlicht mit Wellenlängen 

grösser als λ = 750 nm durchaus zur Klassifikation von naturnahen Oberflächen eignet. Die 

eindeutige spektrale Unterscheidbarkeit von Waldboden und Wildtierkörpern am Beispiel von 

Damhirsch und Wildschweinen ist jedoch im sichtbaren und nahinfraroten 

Wellenlängenbereich nicht gegeben und daher sollte über Sensorik mit einer Empfindlichkeit 

für einen anderen Wellenlängenbereich bewerkstelligt werden. 
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4 Analyse 

4.1 Klassische objektbasierte Bildanalyse 

4.1.1 Erdas Imagine Objective 

Als Softwareumgebung für die Bildklassifikation mittels pixelbasierter Segmentierung und 

formbasierter Objekterkennung kommt Erdas Imagine 2015 Producer Suite von Hexagon 

Geospatial zum Einsatz. Die verwendete Erweiterung ist das auf Feature-Extraktion 

spezialisierte Objective Workstation. Dabei wird ausgehend von einem Ausschnitt der 

Rasterdaten schrittweise ein Feature-Modell aufgebaut, das sich zunächst aus 

rasterbasierten Filterelementen, Klassifikationsmodellen und Transformationen 

zusammensetzt, um nach einem Vektorisierungsschritt formbasierte Filtertechniken und 

Transformationen anzuwenden (Hexagon Geospatial, 2018). Die Konfiguration der 

Extraktionsschritte ist dabei hochgradig von den verwendeten Beispieldaten abhängig. 

4.1.2 Vorbereitung der Wärmebilddaten 

Für die Bildanalyse mit Erdas Image Objective ist es wichtig, georeferenzierte Ausgangsdaten 

zu verwenden, da sonst mit den klassifizierten Ausgabesegmenten z.B. in einem GIS nicht 

weitergearbeitet werden kann. Die Verwendung der direkten Thermal-Rohdaten scheidet aus 

diesem Grund aus. Auch die Verwendung der normalisierten Rohdaten als dargestellte JPG-

Dateien ist nicht empfehlenswert. Zusätzlich zur fehlenden Georeferenzierung weisen diese 

Bilder eine verlustbehaftete Graustufen-Kompression auf, welche den absoluten 

Thermalindex ersetzt. Dies erschwert die rasterbasierte Klassifizierung deutlich, da nur fein 

aufgelöste, absolute, numerische Pixelwerte das volle Potential der verwendeten 

Algorithmen nutzen können, um eine Übertragbarkeit des Algorithmus zwischen den 

Wärmebildern einer Befliegung zu gewährleisten. 

Um eine Auswertung vornehmen zu können, wurden die relativ hochaufgelösten Daten der 

Thermalbefliegung des Tierparks Waltenschwil verwendet. Nach der vollständigen 

Prozessierung der Daten zu einem 3D-Modell in Agisoft Photoscan wurde für jedes einzelne 

Thermalbild eine projizierte, entzerrte, orthorektifizierte und georeferenzierte TIFF-Datei 

angelegt. Aufgrund der Entzerrung der Fish-Eye-Linse und der Rotation des Bildes wuchsen 

die Abmessungen der Rohdaten (640x512 px) somit auf ein Bildformat von ca. 

1000x1000 px an, was eine Interpolation der Rohdaten auf das neue Rasterformat bedingte. 

Die Dateigrösse stieg somit von ca. 140 kByte auf ca. 800 kByte an, zudem wurde ein 

Worldfile zur Georeferenzierung und eine Hilfsdatei mit Bildpyramiden (ca. 950 kByte) 

angelegt. Die absoluten Temperaturindexwerte blieben aufgrund der Bittiefe von 64bit 

erhalten. Leider bieten weder Pix4D noch Agisoft Photoscan die Möglichkeit eine genauere 
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3D-Punktwolke (wie es zur Generierung von Orthophotos möglich ist) zur Projektion der 

Einzelbilder zu verwenden.  

4.1.3 Rasterbasierte Klassifizierung 

In den meisten Fällen werden für pixelbasierte Klassifizierungen von Fernerkundungsdaten 

Multispektral- oder zumindest Mehrkanalaufnahmen verwendet. Der eindeutige Vorteil ist 

der mehrdimensionale Charakter in der Information eines einzelnen Pixels. Dieser Vorteil fällt 

bei den verwendeten Thermaldaten weg, da diese nur über einen einzelnen 

Informationskanal verfügen. Eine Kombination des Thermalbands mit den Multispektral- und 

RGB-Daten ist unrealistisch, da sich der grösste Teil der Tiere zwischen den im Abstand von 

ca. 60 min durchgeführten Befliegungen fortbewegt. Dadurch würden ausgerechnet die für 

die Detektion interessanten Bildbereiche kein kongruentes multidimensionales Muster 

ergeben, das eine pixelbasierte Klassifizierung ermöglichen könnte. Trotz dieser 

Einschränkung bieten die Thermaldaten grundsätzlich auch einen guten eindimensionalen 

Graustufenkontrast zwischen den Tiersignaturen und der Umgebung. 

Der erste Schritt zur pixelbasierten Klassifikation ist die Anwendung des Raster Pixel 

Processor (RPP)-Werkzeugs. Es wurde ein Single Feature Probability (SFP)-Algorithmus zum 

Generieren einer Wahrscheinlichkeitsmatrix eingesetzt. Als Trainingsdaten wurden einige 

Tiere mit dem Area of Interest (AOI)-Werkzeug digitalisiert. Ausserdem wurden einige äussere 

Bildbereiche als Hintergrund klassifiziert. Die Pixelwerte der Wahrscheinlichkeitsmatrix 

können Werte zwischen 0 und 1 annehmen. 

Im nachfolgendem Schritt – dem Raster Object Creator (ROC) kann ein globaler 

Schwellenwert eingesetzt werden. Diese Funktion wurde nicht genutzt, da die 

Wahrscheinlichkeitsmatrix noch sehr viele falschpositive Bildbereiche enthielt. Stattdessen 

wurde das Segmentierungswerkzeug genutzt. Die Segmentierung wurde so konfiguriert, dass 

die Grösse der Segmente auf die Tiersignaturen passte und ein Edge Detection Threshold-

Filter auf die Segmentgrenze angewendet, damit nur diejenigen Segmente erzeugt werden, 

die einen den Tiersignaturen typischen Mindestkontrast von ΔT=1,6°C pro Pixelübergang zu 

ihrer Umgebung aufweisen. 

Anschliessend kamen Raster Object Operators (ROO) zur Filterung der Resultate zum Einsatz. 

Dabei wurde ein Grössenfilter konfiguriert, sodass weder mit grösseren, noch kleineren 

Segmenten als bei Tiersignaturen üblich (zwischen 10 und 80 Pixeln) weitergearbeitet 

werden sollte. Ausserdem kam ein Wahrscheinlichkeitsfilter zum Einsatz, der die im RPP-

Schritt berechneten Wahrscheinlichkeitswerte innerhalb der Segmente mittelt. Der 

Schwellenwert wurde bei 70% konfiguriert. Die Verwendung von Erosions- und 

Dilatationstransformationen wurde wieder verworfen, da einige Signaturen danach nur noch 

aus 2-3 Pixeln bestanden oder sich mit anderen verbanden. 
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4.1.4 Objektbasierte Klassifizierung 

 
Abbildung 38 - Bildklassifikation mit Erdas Imagine Objective; rechts oben: klassifizierter 

Output; links unten: Entzerrter, georeferenzierter Rohdateninput; grün 

umrandet sind korrekt klassifizierte Damhirsche, fehlklassifizierte Features 

sind blau umrandet. 

Nach der Vektorisierung der Rastersegmente wurden sieben Segmente korrekt klassifiziert, 

wobei die Signaturen von ursprünglich neun deutlich unterscheidbaren Tieren markiert 

wurden – d.h. dass jeweils zwei Tiere aufgrund ihrer körperlichen Nähe verbunden und 

jeweils als nur ein Tiersegment klassifiziert wurden. Drei Tiere wurden nicht erkannt. 

Weiterhin wurden im nördlichen Bildteil sieben und im westlichen Bildteil zwei Umgebungs-

Segmente falschpositiv als Tiere klassifiziert. Die Detektionsrate lag also bei 58,3% ohne 

Berücksichtigung der falschpositiven Resultate. Unter Berücksichtigung der falschpositiven 

Resultate lag die Detektionsrate nur noch bei 33,3%. 

Es wurden einige Versuche unternommen, über die vektorbasierten Filtertechniken eine 

Erhöhung der Erkennungsraten anzustreben. Da die äussere Form der korrekt erkannten 

Segmente mit der Form der (in der rasterbasierten Objekterkennung fehlklassifizierten) 

Umgebungselemente weitgehend identische Charakteristiken wie Fraktal-Komplexität, 

Rundheit und geometrische Verhältnisse aufwies, konnte in den nachfolgenden Schritten 

keine Verbesserung der Detektionsrate erreicht werden. Die objektbasierte Bildanalyse 

wurde deshalb als geeignete Methode zur Tierdetektion im Rahmen dieser Studie verworfen.  

Grundsätzlich ist die Herangehensweise jedoch als durchaus vielversprechend zu 

betrachten. Lägen beispielsweise Thermaldaten mit einem wesentlich höheren thermischen 

Kontrast oder einer wesentlich höheren Auflösung vor, so könnte eine objektbasierte 

Klassifikation durchaus erfolgreich sein. 
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4.2 Neuronale Dichotome Bildklassifikation (SCNN) 

4.2.1 Grundlagen und Metrik 

Um Bilder in die Klassen «Tier» und «Nicht-Tier» unterteilen zu können ist eine exklusiv-

zweiseitige (dichotome) Entscheidungsfindung notwendig. Dies bedeutet, dass das «Winner 

takes it all»-Prinzip gilt: Selbst wenn die Entscheidung knapp ausfällt, muss sie nach dem 

Ja/Nein-Muster durchgeführt werden. Ursprünglich eine zentrale Fragestellung in 

neurophysiologischen Studien hat sich die dichotome Entscheidungsfindung heute zu einem 

klassischen Anwendungsfeld für künstliche neuronale Netzwerke entwickelt (Wang, 2008). 

Spätestens seit dem überragenden Erfolg von AlexNet bei dem Bilderkennungswettbewerb 

ImageNet Large Scale Visual Recognition Challenge (Krizhevsky et al., 2012), hat sich die 

Erkenntnis durchgesetzt, dass ein spezieller Typus von algorithmischen Netzwerken 

bestehend aus mehreren gefalteten (convolutional) und vollständig verbundenen (fully 

connected) Neuronen-Schichten am besten für die Bildverarbeitung eignet (He et al., 2016; 

Simonyan and Zisserman, 2014). Man bezeichnet diesen Typus Subtypus neuronaler Netze 

als «Sequential Convolutional Neuronal Networks» (SCNN).  

Das Benchmarking und die Überprüfung des dichotomen SCNN-Algorithmus auf seine 

generelle Funktionalität wird mit normierten Testdatensätzen, wie z.B. dem frei verfügbaren 

«Cats vs. Dogs»-Datensatz, durchgeführt (Chollet, 2016). Die wichtigsten Metriken, um die 

Qualität (und somit die Prognosegüte) eines Machine-Learning-Modells einschätzen zu 

können, sind Verlust (loss) und Genauigkeit (accuracy), wobei der Verlust möglichst niedrig 

(nahe 0) und die Genauigkeit möglichst hoch (nahe 1) liegen sollten.   

Die Genauigkeit ist dabei der intuitivere der beiden Parameter. Sie beschreibt einen 

Prozentwert, welcher Anteil an Bildern, die dem Netzwerk bereits bekannt sind, korrekt 

klassifiziert ist. Im Falle des «Cats vs. Dogs»-Trainings wurde mit dem Algorithmus nach 25 

Epochen eine Genauigkeit von 99,7% erreicht, d.h. dass im Durchschnitt 3 von 1'000 

Testbildern fehlklassifiziert wurden. Dabei ist zu beachten, dass neue Testbilder zur 

Validierung des Algorithmus eine ähnliche Auflösung und ein ähnliches Format wie der 

Trainingsdatensatz aufweisen (z.B. max. 500x500 Pixel und Seitenverhältnis zwischen 1:1 

und 1:2). Veränderungen an diesen Ausgangsparametern können die Vorhersagegenauigkeit 

erheblich einschränken. 

Der Verlust (loss) ist hingegen ein statistisches Mass für die binäre Kreuzentropie der 

Klassifikation (negative log-likelihood), bzw. die Residuenquadratsumme des 

Regressionsmodells. Der Verlust beschreibt damit, wie sich die iterativen Anpassungen der 

neuronalen Gewichtungen (weight vector optimizations) nach jedem Schritt auf die 

Performanz des Netzwerks auswirken; über die Fehlerrückführung (backpropagation) passt 

das Netzwerk die Gewichtungen dann für den nächsten Schritt an (Bishop and Bishop, 1995; 
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Moher and Gulliver, 1998). Vorausgesetzt, dass das Netzwerk durch diese Feedback-Technik 

nicht mittels einfachen Memorisierens der Trainingsbilder in einen Zustand des «Over-

Fittings» gelangt und somit ineffektiv bei der Klassifizierung neuer Daten wird, beschreibt ein 

niedriger werdender Verlust also ein besser werdendes Modell. Ein Verlustindex < 0,05 gilt 

als Zielgrösse, die ein neuronales Netzwerk zur Bilderkennung erreichen sollte. 

4.2.2 Algorithmus und Umsetzung 

Um einen dichotomen Bildklassifizierungs-Algorithmus programmatisch umzusetzen, eignet 

sich in besonderem Masse das Keras-Framework (Silva and Siebra, 2017). Keras ist eine 

minimalistische High-Level-API für die Konfiguration neuronaler Netzwerke (Keras Team, 

2018). Es können mehrere Backends, wie z.B. Tensorflow oder Theano (Chollet, 2015), sowie 

mehrere Programmiersprachen (z.B. Python oder R) für die Umsetzung benutzt werden. Weil 

für die Kombination aus Keras mit Tensorflow und Python eine gute 

Dokumentationsgrundlage existiert, wurde dieser Weg gewählt.  

 
Abbildung 39 – Algorithmus-Überblick in Tensorboard: Das dichotome 

Bildklassifikationsnetzwerk verfügt über einen vergleichsweise einfachen 

logischen Graphen mit sequentiellem neuronalen Schichtaufbau (blau). 

Es wurde ein Python-Skript geschrieben, das die Keras API anspricht und ein einfaches SCNN 

generiert. Dieses besteht aus zwei gefalteten Schichten (Convolution) mit einer jeweils 

nachgeschalteten Schicht zur Dimensionsreduktion (MaxPooling2D), gefolgt von einer 

abflachenden Schicht (Flattening) und letztendlich zwei Schichten mit globaler 

Vollvernetzung (Full Connection). Dies ist im Wesentlichen der Standardaufbau für ein 

einfaches, modernes SCNN, wobei inzwischen auch Ansätze ohne Alternierung zwischen 



   

Adrian F. Meyer FHNW / FS18 Seite 65 

 

Faltung und Dimensionsreduktion existieren (Springenberg et al., 2014). Die detaillierte 

Funktionsweise des eingesetzten Netzwerks wird in einem «Medium»-Artikel der Zeitschrit 

«BecomingHuman.ai» beschrieben (Tata, 2017). 

Eine aufgrund des Speicheraufbaus moderner Computer optimale Input-Bildgrösse sind 

64x64 Pixel (Tompson et al., 2015). Grössere Bilder müssen für die Matrizen-basierten 

Rechenoperationen des Netzwerks per Resampling auf diese Grösse gestaucht werden, 

bevor sie für das Training verwendet werden können. Als Eingabe- und Trainingsdaten für 

das Netzwerk werden also idealerweise georeferenzierte 64x64-Pixel-Segmente von 

orthorektifizierten Wärmebildern oder Wärmebildmosaiken verwendet, die entweder der 

Klasse «Tier» oder «Nicht-Tier» zugewiesen sind. Eine Möglichkeit zur Verbesserung der 

Ergebnisse besteht laut Chollet zudem in der Augmentierung des Original-Datensatzes z.B. 

über affine Transformationen. Die Lokalisierung der Detektion erfolgt über die Visualisierung 

des ca. 5x5 m grossen Segment-Footprints in einem Geoinformationssystem. 

Der Trainingsprozess umfasst 25 Epochen mit jeweils 8'000 Trainingsschritten. Bei jedem 

Trainingsschritt werden die Gewichtungen der neuronalen Verbindungen über den 

Verlustwert angepasst. Nach jeder Epoche erfolgt eine Validierung und Fixierung der Werte. 

Entscheidend ist, dass Tensorflow auf eine GPU-basierte Berechnung zurückgreift, statt die 

CPU zu verwenden, da dies die Berechnung massiv beschleunigen kann. 

sdfsf  

training_set = train_datagen.flow_from_directory 

('training_set', target_size = (64, 64), 

batch_size = 32, class_mode = 'binary') 

test_set = test_datagen.flow_from_directory 

('test_set', target_size = (64, 64), 

batch_size = 32, class_mode = 'binary') 

 

#   Initialize Tensorboard for metrics 

from keras.callbacks import TensorBoard 

tensorboard = TensorBoard(log_dir = 

'../logs/rawdatabig/', histogram_freq=0, 

write_graph=True, write_grads=True, 

write_images=True) 

tensorboard.set_model(classifier) 

 

#   Fit model and execute training 

classifier.fit_generator(training_set, 

steps_per_epoch = 8000, 

epochs = 25, 

validation_data = test_set, 

validation_steps = 2000, 

verbose=1,  

callbacks=[tensorboard]) 

classifier.summary() 

classifier.save_weights("hirschtester2.h5") 

 

# Part 3 - Predict single image 

classifier.load_weights("hirschtester2.h5") 

import numpy as np 

from keras.preprocessing import image 

test_image = image.load_img('single_prediction/ 

test.jpg', target_size = (64, 64)) 

test_image = image.img_to_array(test_image) 

test_image = np.expand_dims(test_image, axis = 0) 

result = classifier.predict(test_image) 

classes = classifier.predict_classes(test_image) 

training_set.class_indices 

if result[0][0] == 1: 

prediction = 'Tiere detektiert!' 

else: 

prediction = 'Keine Tiere.' 

print("Resultat der Analyse: ", prediction) 

 

# Part 1 - Building the CNN 

#   Importing the Keras libraries and packages 

from keras.models import Sequential 

from keras.layers import Conv2D 

from keras.layers import MaxPooling2D 

from keras.layers import Flatten 

from keras.layers import Dense 

 

#   Initialising the CNN 

classifier = Sequential() 

#   Step 1 - Convolution 

classifier.add(Conv2D(32, (3, 3), input_shape 

= (64, 64, 3), activation = 'relu')) 

#   Step 2 - Pooling 

classifier.add(MaxPooling2D(pool_size =  

(2, 2))) 

#   Adding a second convolutional layer 

classifier.add(Conv2D(32, (3, 3), activation = 

'relu')) 

classifier.add(MaxPooling2D(pool_size =  

(2, 2))) 

#   Step 3 - Flattening 

classifier.add(Flatten()) 

#   Step 4 - Full connection 

classifier.add(Dense(units = 128, activation = 

'relu')) 

classifier.add(Dense(units = 1, activation = 

'sigmoid')) 

 

#   Compiling the CNN 

classifier.compile(optimizer = 'adam', loss = 

'binary_crossentropy', metrics = 

['accuracy']) 

 

# Part 2 - Fitting the CNN to the images 

#   Preprocess Images 

from keras.preprocessing.image import 

ImageDataGenerator 

train_datagen = ImageDataGenerator(rescale = 

1./255, shear_range = 0.2, zoom_range 

= 0.2, horizontal_flip = True) 

test_datagen = ImageDataGenerator(rescale = 

1./255) 

 Abbildung 40 – Eingesetzter Python-Code unter Verwendung der High-Level-API Keras;  

die wichtigsten Funktionen in Fettdruck.  

(Teilweise übernommen von Tata, 2017)  
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4.2.3 Testing mit einem Benchmarking-Datensatz 

 
Abbildung 41 – Beispielhafter Ausschnitt aus dem 10'000 Bilder umfassenden 

Benchmarkingdatensatz "Cats vs. Dogs" 

Um die grundsätzliche Funktionalität des Modells zu prüfen, wurde zunächst ein 25'000 

Bilder umfassender frei verfügbarer Testdatensatz mit mittelgrossen JPG-Bildern von Katzen 

und Hunden als Ausschnitt aus dem Asirra-Datensatz bezogen (Kaggle and Microsoft, 2013). 

Davon wurden jeweils 4’000 Katzenbilder und 4’000 Hundebilder zum Training des 

Netzwerks verwendet, sowie weitere 1'000 Katzen- und 1'000 Hundebilder für das Testing 

eingesetzt.  

 
Abbildung 42 - Visualisierung der Entwicklung von Loss und Accuracy mit dem „Cats vs. 

Dogs“-Dataset über 25 Epochen hinweg mittels GPU in 6h40min. Die gleiche 

Berechnung benötigte CPU-basiert 13h50min. 

Im Falle des «Cats vs. Dogs»-Trainings wurde nach 25 Epochen ein Verlust von nur noch 

0,0095 und eine Genauigkeit von 99,7% erreicht. Der Zielgrössenschwellwert für den Verlust 

wurde bereits nach der fünften Epoche unterschritten. Das vorliegende (relativ einfache) 

Netzwerk-Modell ist also bei korrekter Formatierung der Eingabedaten hochgradig effektiv 

darin, Bilder von Hunden und Katzen zu unterscheiden. 
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4.2.4 Formatierung der Eingabedaten 

 Erster Trainingsdatensatz: Segmentierte Wärmebilder 

 
Abbildung 43 - Unterteilungsraster (Footprints) der Ausgangsdaten im Tierpark 

Waltenschwil für die dichotome Bildklassifizierung in 96x64 px grossen 

Abschnitten 

Da das neuronale Netzwerk mit einer Resampling-Basisauflösung von 64x64 px arbeitet und 

die Thermaldaten ohnehin in relativ niedriger Auflösung vorliegen, wurde ein segmentierter 

Trainingsdatensatz generiert, um die Tiersignaturen anschliessend auf einer Karte 

lokalisieren zu können. Als Studiengebiet wurde der Tierpark Waltenschwil ausgewählt, da 

sich die Thermalsignaturen der Damhirsche dort einerseits stark ähneln, andererseits aber 

Landschaftselemente existieren, die eine Verwechslung ermöglichen könnten. Mittels Agisoft 

Photoscan wurden zunächste alle verfügbaren Thermalbilder entzerrt und orthorektifiziert. 

Anschliessend wurden 18 Thermalbilder ausgewählt, auf welchen sowohl Hirsche, als auch 

Umgebung zu sehen waren, sowie 27 Thermalbilder, auf welchen nur die Umgebung zu 

sehen war. Diese wurden anschliessend mittels ESRI ArcCatalog konvertiert und in ESRI 

ArcMap mittels einer Batchverarbeitung in ca. 10'000 einzelne 96x64 px (ca. 7,5x5 m) 

grosse Abschnitte (jeweils Bilddatei + Worldfile) unterteilt. Die Bilder wiesen in horizontaler 

in horizontaler Richtung eine im Faktor 1,5 vergrösserte Auflösung und damit eine reduzierte 

Trennschärfe der Pixel auf. Durch die um diesen Faktor grössere Wahl der horizontalen 

Ausdehnung der Ausschnitte kann das neuronale Netzwerk bei der anschliessenden 

Skalierung der Bilder auf 64x64 px die höchstmögliche Informationsdichte nutzen.  
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Da der Inputdatensatz symmetrisch aufgebaut sein sollte, um eine grundsätzliche 

Wahrscheinlichkeit von 50% für eine Tierdetektion für das jeweils nächste Bild zu erreichen, 

musste der Trainingsdatensatz an diese Zielvorgabe angepasst werden. Von den ca. 10'000 

Einzelsegmenten enthielten lediglich 71 Hirschsignaturen. Dies ist trotz der grundsätzlichen 

Robustheit der neuronalen Netzwerke zu wenig für eine korrekte Funktionalität. Die 

Signaturen wurden deshalb zusätzlich mehrfach rotiert und gespeichert, sodass ein 

Datensatz von 284 Signaturen vorlag. Zusätzlich wurden zufällig 284 Umgebungssegmente 

zum Training der Nicht-Hirsche-Klasse ausgewählt. Jeweils ca. 20% der Bilder wurden für das 

Testing zurückgelegt, mit 80% wurde das Training durchgeführt.  

 Zweiter Trainingsdatensatz: Thermale Rohdaten 

 

Abbildung 44 - Ausschnitt aus dem zweiten Trainingsdatensatz für die dichotome 

Entscheidungsfindung. 

Ein so kleiner Datensatz erhöht grundsätzlich das Risiko des Over-Fittings. Aus diesem Grund 

wurde ein zweiter symmetrischer Trainingsdatensatz erstellt, der min-max-normalisierte 

thermale Rohdaten enthält. Aus den erfolgreichen Befliegungen verschiedener Tierparks 

wurden 664 Bilder mit Tieren, sowie 666 Bilder ohne Tiere ausgewählt. Es wurden wiederum 

ca. 20% der Bilder für das Testing zurückgelegt, während das Training mit 80% der Bilder 

durchgeführt wurde. Ob sich die starke Auflösungsreduktion in der Vorprozessierung auf die 

Erkennbarkeit der Signaturen in den 640x512 px grossen Bilddateien auswirkt, kann erst 

nach dem Trainingsprozess des Netzwerks getestet werden. 
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4.2.5 Ergebnisse 

 Automatisierte Klassifikation der Thermalsegmente 

 
Abbildung 45 - Metriken der 25 Trainingsepochen für den Thermalsegmente-Datensatz. 

Im Vergleich zum «Cats vs. Dogs»-Datensatz verlief das Training mit dem Thermalsegment-

Datensatz deutlich komplexer. Der Verlustschwellwert von 0,05 wurde erst in der 17. Epoche 

unterschritten. Aufgrund des geringen Umfangs der Trainingsdaten war der Trainingsprozess 

jedoch in weniger als der Hälfte der Zeit (2h53min gegenüber 6h40min) abgeschlossen. Die 

erreichten Detektionsraten sind mit einer finalen Genauigkeit von 99,92% extrem hoch. Das 

Netzwerk konnte jedoch nicht an zusätzlichen Daten getestet werden, da der GIS-basierte 

Export- und Klassifikationsprozess sehr aufwändig ist. Es besteht also weiterhin aufgrund der 

geringen Menge an Eingabedaten ein Risiko für ein Over-Fitting des Netzwerks.  

 
Abbildung 46 - Karte des Tierparks Waltenschwil mit den erkannten Aufenthaltssegmenten 

der Wildtiere (grün) und den tierfreien Segmenten (rot).  
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 Automatisierte Klassifikation der Rohdaten  

 
Abbildung 47 - Metriken der 25 Trainingsepochen für den normalisierten Rohdatensatz. 

Das Netzwerk für die dichotome Entscheidung einzusetzen, ob ein Rohdatenbild Tiere enthält 

oder nicht, ist vermutlich ein komplexer Prozess. Die Daten sind nicht nur höher aufgelöst 

als der «Cats vs. Dogs»-Datensatz, sondern sie weisen auch viel mehrdeutigere Muster und 

Störeinflüsse wie verwaschene Kanten und Interferenzen auf, was die Dateigrössen trotz der 

Verwendung von JPG-Kompression auf ca. 140 Kbyte/Datei ansteigen lässt. Die 

durchschnittliche Dateigrösse des «Cats vs. Dogs»-Datensatzes liegt bei lediglich 

ca. 20 Kbyte/Datei. Dies erklärt die trotz Verwendung der GPU lange Prozessierungsdauer 

von 9h42min. Bemerkenswert ist jedoch, dass das Durchlaufen von 25 Epochen für diesen 

Typus Daten eventuell gar nicht notwendig ist, da der Verlustschwellwert von 0,05 bereits 

kurz nach dem Durchlauf der ersten Epoche unterschritten wurde, während die Genauigkeit 

bereits bei 99,5% lag. Dies könnte damit zu erklären sein, dass sich die Muster auf den 

Thermal-Bildern relativ stark ähneln, während die Bilder im «Cats vs. Dogs»-Datensatz eine 

viel höhere Variabilität aufweisen. 

Beim anschliessenden Test mit den Realdaten zeigte sich jedoch, dass das Netzwerk nicht 

in der Lage ist, Bilder mit Signaturen von Bildern ohne Signaturen zu unterscheiden. Alle Test-

Bilder wurden der Klasse «Tiere» zugewiesen, unabhängig davon ob sie Signaturen enthielten 

oder nicht. Die wahrscheinlichste Erklärung dafür ist, dass die Signaturinformationen beim 

Resampling der Eingabedaten auf 64x64 px verloren gehen, das Netzwerk demnach gar 

nicht auf die Information trainiert werden kann. Es wurde deshalb versucht, einen weiteren 

Trainingsdurchlauf unter Verwendung der Originalbildauflösung durchzuführen. Die 

prognostizierte Berechnungsdauer des Trainings stieg daraufhin auf 129h10min an. Nach 

den ersten 10h Prozessierung lag der Verlustindexwert immer noch bei 8,02 und die 

Genauigkeit unverändert bei dem Initialwert 0,50. Das Training wurde deshalb abgebrochen 

und der Ansatz daraufhin verworfen.  
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4.3 Neuronale Objektdetektion (Deep Learning) 

4.3.1 Grundlagen 

Die Machine-Learning-basierte Objektklassifikation ist eng mit der Bilderkennung, wie sie z.B. 

bei der ImageNet Challenge zum Einsatz kommt, verwandt (Deng et al., 2009). Der grösste 

Unterschied ist, dass nicht das ganze Bild einer Klasse zugewiesen werden soll, sondern dass 

(u.U. mehrere) Bildbereiche markiert und klassifiziert werden sollen, die eine bestimmte 

Klasse enthalten. Wird zum Beispiel ein Foto einer Schale mit Früchten klassifiziert, so würde 

ein reiner Bilderkennungsalgorithmus (ohne Lokalisationskomponente) das Bild entweder 

als «Schale» oder als «Früchte» oder aufgrund des Vorhandenseins beider Merkmale als 

«Essen» klassifizieren. Letztendlich muss über die berechnete algorithmische Prognosegüte 

eine Entscheidung getroffen werden und das Bild einer Kategorie zugewiesen werden. Ein 

Objekterkennungsalgorithmus würde dagegen, statt das ganze Bild in eine Kategorie zu 

sortieren, die drei Bildbereiche einzeln markieren und klassifizieren: Die Schale als «Schale», 

die Früchte als «Früchte», sowie zusätzlich eine Markierung, die beide Elemente umfasst, und 

der Kategorie «Essen» zugeteilt ist. Jeder Bildbereich erhält dabei seine eigene 

algorithmische Prognosegüte (Girshick et al., 2014). 

Sehr gute Erfahrungen wurden abhängig von der verfügbaren Rechenleistung bei der 

Objektdetektion mit Netzwerkmodellen der Faster-RCNN-, der RFCN- und der SSD-/YOLO-

Klasse gemacht (Huang et al., 2017). Die Abkürzungen beschreiben teilweise die 

Funktionsweise der Netzwerke: RCNN = Regional Convolutional Neuronal Network  

(Ren et al., 2015), RFCN = Regionbased Fully Convolutional Network (Dai et al., 2016), 

SSD = Single Shot Detector, YOLO = You Only Look Once (Liu et al., 2016). Für 

rechenschwache Architekturen wie Smartphones sind andere Modelle wie Mobilenet besser 

geeignet (Howard et al., 2017). Die Wahl des Modells ist dabei einem «Tradeoff» zwischen 

Geschwindigkeit, Präzision und Hardwarespezifität unterworfen. Im Vergleich zum einfachen 

sequentiellen Netzwerkaufbau, der für die dichotome Entscheidungsfindung verwendet 

wurde, ist der logische Graph dieser Objekterkennungsnetzwerke wesentlich komplexer und 

besteht aus einer grösseren Anzahl tiefer verschachtelter Neuronenschichten. Aufgrund des 

vielschichtigeren Aufbaus dieser Netzwerke wird deshalb oft der Begriff «Deep CNN» 

verwendet. 

Bereits seit einigen Jahren ist bekannt, dass neuronale Netzwerke eine signifikant bessere 

Performance zeigen, wenn sie statt von einem untrainierten Zustand auszugehen, bereits 

auf einen grossen Datensatz trainiert wurden und dann über zusätzliches Training an die 

neuen Daten angepasst werden (Hinton et al., 2012; Xu et al., 2015). Der COCO-Datensatz 

(Common Objects in Context) ist ein 330'000 Photos umfassender zu ca. 2/3 kategorisierter 

Datensatz von Microsoft mit 1,5 Mio. Objektinstanzen, der zum Training und Benchmarking 

von neuronalen Netzwerken im Bereich Computer Vision eingesetzt wird (Lin et al., 2014).  
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4.3.2 Algorithmus und Umsetzung 

 

 
Abbildung 48 –Schematischer Architekturaufbau eines tiefen CNN der Inception-Klasse 

(Übernommen von Alemi, 2016). 

Für die vorliegende Kombination aus Datenmenge und Hardware scheint sich besonders das 

mit dem COCO-Datensatz vortrainierte Faster-RCNN Inception v2-Modell zu eignen, welches 

mittlere Anforderungen an die Hardwaregeschwindigkeit bei einer gleichzeitig 

vergleichsweise sehr hohen Präzision bietet (Rathod et al., 2018). 

Da die benötigte parallelisierbare Rechenleistung für eine Objektklassifkation mittels eines 

Deep CNN weit über der für die dichotome Entscheidungsfindung notwendigen 

Rechenleistung liegt, wurde die Entscheidung getroffen, für dieses Verfahren nicht die High-

Level-API von Keras mit Tensorflow-Backend zu benutzen, sondern selbst ein virtuelles 

Anaconda-Environment aufzusetzen und auf diesem eine optimierte GPU-Version von 

Tensorflow auszuführen. Unter Windows 10 kann Tensorflow die von Nvidia ursprünglich zur 

Grafikoptimierung von 3D-Spielen entwickelte Hardware-Parallelisierungs-Technologie CUDA 

(Compute Unified Device Architecture), sowie das Hardware-beschleunigte Softwarepaket 

cuDNN (CUDA Deep Neural Network library) zur massiven Steigerung der Rechenleistung 

unter Ausnutzung der Shaderkerne auf der Grafikkarte einsetzen (Singh et al., 2017). Um 

dieses System nutzen zu können, muss jedoch zumindest während des 

Installationsprozesses direkt auf die Tensorflow-GPU-Library und die Umgebungsvariablen 

der virtuellen Umgebung zugegriffen werden, statt eine High-Level-Api zu verwenden, mit 

welcher diese detaillierten Konfigurationen schwieriger umzusetzen sind (Martinez, 2016). 

Für die Umsetzung des Objektdetektors mit Python 3.6, Tensorflow, Windows 10 und Nvidia-

Hardware wurden frei verfügbare Github-Skripts angepasst (EdjeElectronics, 2018). Für das 

Markieren der Wärmebilddateien wurde das ebenfalls frei verfügbare Pythonpaket Labelimg 

(v1.7.0) mit grafischer Oberfläche genutzt (Lin, 2018). Dabei werden über jedes Bild 

«Bounding Boxes» gezeichnet und klassifiziert. Als Output wird ein XML-Schema generiert, 

das die Bounding-Box-Koordinaten mit den Bilddateien referenziert. Ein einfaches 

Pythonscript konvertiert das Dateiformat durch «Parsing» in eine tabellarische CSV-Datei, 

welche als Metadateninput für das Training verwendet wird. 
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4.3.3 Training 

 
Abbildung 49 - Tensorboard mit den wichtigsten Skalarplots zum Verlust.  

Es wurden zwei getrennte Labeling- und Trainings-Prozesse durchlaufen. Auf 590 

Graustufen-normalisierten JPG-Exports von Rohdaten-Thermalbildern (640x512 px, Grösse 

zwischen 70 und 140 kByte) wurden zunächst insgesamt 1'732 Bounding Boxes manuell 

eingezeichnet, die ca. 8'000 Tiersignaturen umfassen. Die genaue Anzahl ist unbekannt, da 

Tiere aufgrund von Abschattungen oder Körperkontakt häufig im Verband markiert werden 

mussten. Es wurden qualitativ eher hochwertige Bilder (wenig Unschärfe, hoher Kontrast) der 

Befliegungen von Waltenschwil, Bad Säckingen, Waldshut und Bad Säckingen für das 

Training eingesetzt. Die Bilder von Münchwilen eigneten sich aufgrund nur äusserst weniger 

erkennbarer Signaturen nicht. Die Bilder von Roggenhausen eigneten sich aufgrund des 

starken Winds und der damit einhergehenden starken Unschärfe nicht. 
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#Bounding Boxes 

Unspezifische 

Tierdetektion 
680 948 59 42 - - - - - - - 

#Bounding Boxes 

Artenspezifische 

Klassifizierung 
- - 59 42 353 647 25 323 154 82 55 

Durchschnittliche 

Anzahl Pixel (±σ) 
120 

(108) 
5’324 

(7’777) 
780 

(215) 
7’757 

(6’491) 
3’628 

(6’305) 
1’254 

(2’245) 
2’630 

(2’332) 
7’540 

(10’883) 
2’243 

(4’239) 
2’888 

(3’060) 
401 

(364) 

Tabelle 3 - Statistiken des Labeling-Prozesses. Grün hinterlegte Werte repräsentieren eine 

grundsätzlich gute Datenmenge als Ausgangsbasis für das Training, orange 

hinterlegt sind kritische Datenmengen und rot hinterlegt sind Klassen, die 

eigentlich zu wenig Information enthalten. 
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Zunächst wurden die Bounding Boxes für die «unspezifische Tierdetektion» nur einzelnen 

Tierindividuen egal welcher Art, Tiergruppen egal welcher Art, sowie Fahrzeugen und Häusern 

zugewiesen. Für Fahrzeuge und Häuser wurden bereits in diesem Trainingsdurchlauf eigene 

Klassen geschaffen, damit die falschpositive Klassifizierung von Abwärme-Hotspots als 

Tiersignaturen präventiv verhindert werden könnte.  

Im zweiten Labeling-Durchlauf wurden die als Einzeltier oder Tiergruppe markierten 

Bounding Boxes für das Training zur «Artenspezifischen Klassifizierung» auf sieben 

verschiedene Klassen aufgeteilt: Rotwild, Damwild, Schwarzwild, Ziegenartige, Wisente, 

Weidevieh und Menschen. Die Unterscheidung zwischen Einzeltier und Gruppe wurde 

aufgelöst. Signaturen von Sika- und Axiswild wurden der Klasse «Damwild» zugerechnet. 

Signaturen von Muffelwild, Steinwild, Schafe und Zwergziegen wurden der Klasse 

«Ziegenartige» zugerechnet. 

Das Training des ersten Durchlaufs wurde jeweils nach ca. 70'000 Schritten mit einer 

Berechnungsdauer von ca. 9 Stunden, das Training des zweiten Durchlaufs nach 

ca. 100‘000 Schritten mit einer Berechnungsdauer von ca. 12 Stunden unterbrochen. Alle 

10 Minuten wurde automatisch ein neuer Model Checkpoint (100 Mbyte) mit der aktuellen 

Netzwerkkonfiguration angelegt. Es wurde darauf geachtet, dass der globale Verlust des 

Modells mit grosser Sicherheit in den meisten Schritten unter <0,05 sinken würde, bevor das 

Training angehalten wurde. Die Inference Graphs des jeweils letzten Model-Checkpoints vor 

dem Unterbruch wurden anschliessend «eingefroren» und exportiert (50 Mbyte).  

 
Abbildung 50 - Visualisierung des multidimensionalen Lernprozesses im Tensorboard-

eigenen 3D-t-SNE-Graphen; links nach 100 Schritten, rechts nach 1‘000 

Schritten.  

Zur Visualisierung des neuronalen Lernprozesses wurde ein «t-distributed stochastic 

neighbor embedding»-Graph (t-SNE) eingesetzt (Maaten and Hinton, 2008). Dies ist ein 

Verfahren für die nonlineare Dimensionalitätsreduktion. Jeder Punkt repräsentiert dabei den 

multidimensionalen Tensor eines markierten Bildausschnitts. Über die Distanz der Punkte 

zueinander wird Ähnlichkeit oder Verschiedenheit der Tensoren zueinander visualisiert. In 
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der obigen Grafik ist die zunehmende Segmentierung der Bildabschnitte des ersten Trainings 

in vier Gruppierungen (Einzeltier/Tiergruppen/Häuser/Fahrzeuge) mit jeweils erhöhter 

interner Zusammengehörigkeit deutlich sichtbar. Die Schritte des t-SNE-Lernprozesses sind 

nicht mit den Schritten des Netzwerktrainings zu verwechseln; sie sind vielmehr von einer 

zuvor selbst definierten Lernrate und einigen weiteren Ausgangsvariablen abhängig. 

4.3.4 Ergebnisse der unspezifischen Tierdetektion 

 
Abbildung 51 - Exemplarische Resultate der unspezifischen Klassifikation als vom 

Netzwerk erzeugte „Bounding Boxes“ auf einem emulierten Videostream.  

Nach dem Export des Inference Graphs wurde ein Videostream mit Thermaldaten emuliert, 

der in etwa der Überfluggeschwindigkeit des UAV und der Updaterate des ThermoMAP-

Sensors (ca. 4 FPS) entspricht. Der Videostream wurde als Webcam codiert und einem 

Python-Framework auf Basis von OpenCV zur Verfügung gestellt, wobei eine dynamische 

Echtzeit-Objekterkennung (ca. 8 FPS) mittels des exportierten, eingefrorenen 

Netzwerkmodells ermöglicht wird.  

Das Netzwerk erkennt sowohl einzelne Individuen (gelb), als auch Gruppen von Tieren (grün) 

und ist in der Lage, diese mit hoher Zuverlässigkeit von der Umgebung und warmen 

Fahrzeugen (beige) zu unterscheiden. Für jede Einzeldetektion ist die jeweilige Prognosegüte 

(Matching Accuracy) in Prozent angegeben. 
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 Zählung 1 Zählung 2 

Fixierter Schwellwert Mindest-Prognosegüte 85,0% 65,0% 

Durchschnittliche Prognosegüte 98,9% 91,9% 

Detektierbarkeit (in min. einem Frame) pro Tier  90,0% 94,8% 

Durchschnittliche Detektionsquote pro Einzelframe 83,5% 80,7% 

Anteil Falsch-positive 0,3% 0,6% 

Anzahl ausgewertete Frames 209 83 

Absolute Anzahl detektierbarer Signaturen 1’547 1’029 

Durchschnittliche Anzahl Tiere pro Frame (±σ) 7,4 (±5,3) 12,4 (±6,8) 

Tabelle 4 – Statistische Ergebnisse von manuellen Zählungen zur Ermittlung der 

Erkennungsqualität in der Tierdetektion ohne Art-Klassifikation.  

Um die Zuverlässigkeit der Detektionsergebnisse zu quantifizieren wurde der emulierte 

Videostreams und die erkannten Bounding Boxes mittels eines Screenrecorders 

aufgezeichnet. Als Datengrundlage dienten normalisierte JPG-Wärmebild-Rohdaten von 

niedriger mittlerer bis sehr hoher Qualität aus den Befliegungen von Bad Säckingen, 

Waldshut, Waltenschwil und Gersbach. Ein Anteil von der 6,5% verwendeten Aufnahmen war 

dem neuronalen Netzwerk bereits bekannt, da diese Bilder für Training oder Validierung 

eingesetzt wurden. 

Anschliessend wurden erkannte und nicht erkannte Tiersignaturen Bild für Bild auf dem 

Screencast manuell gezählt und in einer Exceltabelle erfasst. Bei den nicht erkannten 

Signaturen wurde zwischen falsch-positiven und falsch-negativen Ergebnissen 

unterschieden. Die Genauigkeit der Fahrzeug- und Gebäudedetektionen wurde ausserhalb 

von Fehlklassifizierungen ignoriert. Um die Detektierbarkeit pro Tier auswerten zu können, 

wurden falsch-negative Resultate ausserdem weiter in zwei Gruppen unterteilt:  

1. Signaturen, die in mindestens einem Frame erkannt werden konnten, aber in 

anderen Frames nicht erkannt wurden (z.B. durch Vegetationsabschattung). 

2. Signaturen, die niemals detektiert wurden. 

Es wurden Zählungen von zwei Screencasts durchgeführt. Bei der ersten Zählung wurden nur 

Bounding Boxes eingeblendet, deren algorithmische Prognosegüte über 85% lag, bei der 

zweiten Zählung durfte die Prognosegüte bis 65% fallen.  

Die Detektionsquote pro Frame berechnet sich als Anteil aus der Summe korrekt detektierter 

Signaturen an der Gesamtzahl theoretisch detektierbarer Signaturen. Die Detektionsquote 

pro Tier berechnet sich als Quotient aus dem Summe korrekt detektierter Signaturen im 

Nenner und der Summe korrekt detektierer Signaturen plus der Anzahl nicht detektierter 

Signaturen minus der Anzahl falsch-negativer Signaturdetektionen, die in einem vorherigen 

oder nachfolgenden Frame noch erkannt werden konnten. 
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4.3.5 Ergebnisse der artenspezifischen Klassifikation 

 
Abbildung 52 -  Exemplarische Resultate der artenspezifischen Klassifikation. Das Netzwerk 

ist in der Lage, Signaturen der korrekten Tierart zuzuordnen. 

Für den Trainingslauf der artenspezifischen Klassifikation wurde ähnlich wie bei der 

unspezifischen Tierdetektion vorgegangen: Der Inference Graph wurde einem Pythonscript 

zur Verfügung gestellt, das auf einem als Webcam emulierten Überflugs-Videostream in 

Echtzeit Signaturdetektionen durchführt und diese den Thermaldaten als Bounding Boxes 

überlagert. Als Datengrundlage diente die Befliegung von Waldshut, da der erzeugte 

Videostream hohe Ähnlichkeit mit einem naturnahen Habitat aufweist und gleichzeitig eine 

grosse Anzahl von Einzeltier-Signaturen (4’067) verschiedener Arten sichtbar ist. Aus diesem 

Grund konnten keine Statistiken für Weidevieh und Wisente erstellt werden. 
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Zählung 3 (artspezifisch) 

Anzahl ausgewerteter Frames: 306 

Schwellwert Prognosegüte: 65% R
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Durchschnittliche Detektionsquote  

pro Einzelframe 

70,8% 76,2% 0,0% 65,9% 24,0% 

Insgesamt: 67,5% 

Detektierbarkeit (in mindestens einem Frame) 

pro Tier 

84,2% 96,9% 0,0% 93,8% 72,5% 

Insgesamt: 88,6% 

Anteil Falschpositive 
6,4% 21,7% 100,0% 0,9% 2,3% 

Insgesamt: 11,2% 

Absolute Anzahl detektierbarer Signaturen 
1’032 1’347 110 1’457 121 

 

Durchschnittliche Anzahl Tiere pro Frame  

(±σ) 

3,4 

(±6,5) 

4,4 

(±7,4) 

0,4 

(±1,6) 

4,8 

(±7,2) 

0,4 

(±1,1) 

 

Tabelle 5 – Statistische Ergebnisse der manuellen Zählung zur Ermittlung der 

Erkennungsqualität in der Tierdetektion mit artenspezifischer Klassifikation. 

Die schlechte Detektierbarkeit von Schwarzwild- und Menschensignaturen erklärt sich 

einerseits aus der niedrigen Anzahl im Videostream enthaltener Muster, sowie aus der 

ausgesprochen dünnen Datenlage in der Eingabephase. So wurden lediglich 25 Schwarzwild-

Signaturen trainiert. Dies entspricht einem Anteil von nur 1,4% an der Trainingsmasse. Der 

Aufbau neuronaler Netzwerke (vor allem unter Verwendung von Max-Pooling-Schichten zur 

Dimensionalitätsreduktion) lernt unter anderem auch anhand der Auftretenshäufigkeit von 

Ereignissen. Kommen Muster oder Klassen sehr selten im Trainingsdatensatz vor, wird auch 

im Resultat demnach eine niedrigere Wahrscheinlichkeit erwartet. Die Lösung dieses 

Problems wäre die Schaffung eines symmetrischen Datensatzes. Dies bedingt aber eine 

grössere Datenbasis um von allen erwartbaren Klassen ähnlich viele Signaturen zu 

hinterlegen. 
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4.3.6 Sonderfall Adaptive Reklassifikation 

 

 
Abbildung 53 - Zwei Beispiele adaptiver Reklassifikation. Zunächst fehlklassifizierte oder 

noch nicht detektierte Signaturen werden bei fortschreitendem Flug 

korrigiert und korrekt reklassifiziert. 

Die adaptive Reklassifikation ist der Grund, warum Signaturen, die in mindestens einem 

Frame erkannt, aber in anderen Frames nicht erkannt wurden, getrennt erfasst werden 

mussten. Ein Grund dafür ist, dass das Netzwerk scheinbar die höchste Prognosegüte für 

Signaturen erreicht, die sich in der Nähe der Bildmitte befinden. Aufgrund des Fish-Eye-

Effekts der Rohdaten sind diese Signaturen auch grösser und somit besser aufgelöst. Die 

korrekte Zuordnung zu einer Klasse fällt dem Netzwerk in der Bildmitte also leichter als am 

Rand. Mit fortschreitendem Flug verändern sich die Signaturen aber auch unabhängig von 

der internen Kameraverzeichnung: Vegetationsabschattungs-Effekte treten aus manchen 

Kamerawinkeln stärker als aus anderen auf. Ausserdem bewegen sich manche Tiere auch 

zwischen zwei einzelnen Frames manchmal so schnell (Δt = 0,25 s) dass sich die Signaturen 

deutlich unterscheiden.  

 Rotwild Damwild 
Schwarz-

wild 

Ziegen-

artige 
Menschen 

Anteil erfolgreicher  

adaptiver 

Reklassifikationen 

13,4% 20,7% 0,0% 28,0% 48,5% 

Gesamt: 11,4%  

(Vgl. Ohne Arten-Klassifikation: 5,1%) 

Tabelle 6 – Statistische Ergebnisse zur Auftretenshäufigkeit adaptiver Reklassifikationen. 

Grundsätzlich sind niedrige Gesamtwerte für den Anteil erfolgreicher adaptiver 

Reklassifikationen anstrebenswert, da dies bedeutet, dass ein hoher Anteil der Signaturen 

auf vielen Frames bereits a priori korrekt erkannt wird. In der unspezifischen Detektion wird 

ein solcher Wert mit 5,1% erreicht. Ist der Wert für eine Klasse aber zu niedrig (0 wie bei 
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Schwarzwild) und die anderen Klassen weisen höhere Werte auf, so bedeutet dies, dass das 

Netzwerk diese Klasse als zu unwahrscheinlich für die meisten Signaturdetektionen 

erachtet. Ist der Anteil sehr hoch (wie etwa 48,5% bei Menschen) bedeutet dies, dass ein 

sehr grosser Anteil Frames existiert, auf denen die Zielklasse nicht oder nicht korrekt erkannt 

werden konnte. Für die Detektierbarkeit bedeutet ein hoher Wert vor allem, dass mehr Daten 

notwendig sind, um weitere Auftretensformen einer Klasse anzulernen. 

4.3.7 Erwartete falsch-positive Fehlklassifikationen 

 
Abbildung 54 - Zwei Beispiele für erwartete falsch-positive Fehlklassifikationen  

In Einzelfällen waren Fehlklassifikationen aufgrund des experimentellen Aufbaus nicht zu 

vermeiden. In der obigen Abbildung links werden die zentral sichtbaren noch leicht 

erwärmten Liegeplätze der Wisente als thermischer Abdruck zusätzlich zu den eigentlichen 

Tieren (ebenfalls im Bild oben rechts) erkannt. Diese Fehlklassifikation der Liegeplätze als 

Tiersignaturen ist zu erwarten, da die Signaturen der Liegeplätze im Wesentlichen in Grösse, 

Form und Temperaturgradient einem Tier in Zielgrösse entsprechen. In der Abbildung rechts 

werden Menschen als Tiere erkannt. Diese Fehlklassifikation ist zu erwarten, weil Menschen 

als Säugetiere ein grundsätzlich ähnliches thermisches Profil wie die angezielten Tiere 

aufweisen. In der unspezifischen Detektion wurden Menschen nicht als getrennte Klasse 

erfasst und werden deshalb folgerichtig als erfolgreiche Tierdetektion eingestuft. 
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4.3.8 Falschpositive Fehlklassifikationen 

 
Abbildung 55 - Zwei Beispiele für falschpositive Fehlklassifikationen: Links werden zwei 

Autos gemeinsam als Tiergruppen-Signatur gewertet, obwohl ein Fahrzeug 

bereits korrekt klassifiziert ist. Rechts wird eine Untergruppe Rotwild 

fälschlicherweise zusätzlich als Damwild identifiziert. 
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Anteil der falschpositiven Fehlklassifikationen 

(Vgl. Ohne Arten-Klassifikation: 0,5%) 

6,4% 21,7% 100,0% 0,9% 0,0% 

insgesamt 11,2% 

Anteil innerhalb der falschpositiven Resultate 14,5% 82,4% 0,8% 0,0% 2,3% 

Tabelle 7 – Statistische Ergebnisse zur Häufigkeit von falschpositiven Detektionen. 

Bei der Analyse der falschpositiven Detektionen zeigte sich eine grundsätzlich hohe 

Robustheit des Netzwerkes. Es wurde praktisch nie Umgebungselemente wie Pflanzen oder 

Steine als Tiersignatur gewertet. Insbesondere die unspezifische Detektion zeigte sich mit 

einem Wert von nur 0,5% falschpositiven Resultaten extrem robust gegenüber 

falschpositiven Klassifikationsergebnissen. Die wenigen Fehlklassifizierungen beschränkten 

sich hier auf warme Fahrzeuge, Ausscheidungen, Menschen und Liegeplätze (siehe auch 

4.3.7). 

Bei der artenspezifischen Klassifikation zeigten sich insbesondere als Damwild erkannte 

Signaturen fehleranfällig. Möglicherweise führten Unterschiede im Gruppenverhalten von 

Axis-, Dam- und Sikawild (welche alle unter der Klasse „Damwild“ subsumiert wurden) zu 

einer höheren Varianz hinsichtlich der Zusammensatzung der Signaturklasse, sodass dies 

zum hohen Anteil an Fehlklassifikationen beiträgt. Interessanterweise scheint dies für 

Ziegenartige nicht zu gelten, obwohl auch hier mehrere Arten in einer Klasse subsumiert 

wurden. Auch die absolute Auftretenshäufigkeit scheint keinen Einfluss zu haben, da die 

Klassen Damwild (1‘347 Tiere) und Ziegenartige (1‘437 Tiere) etwa ähnlich gross sind. 
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4.3.9 Falschnegative Fehlklassifikationen 

 
Abbildung 56 - Drei Beispiele für falschnegative Fehlklassifikationen: Auf den dargestellten 

Bildern bleibt ein grosser Teil der für einen menschlichen Betrachter bei 

voller Zoomstufe leicht sichtbaren Tiere vom Algorithmus undetektiert. 
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Anteil nicht erkannter Signaturen pro Frame 

(Vgl. Ohne Arten-Klassifikation: 17,8%) 

29,2% 23,8% 100,0% 34,1% 76,0% 

insgesamt 32,4% 

Anteil nicht erkannter Signaturen pro Tier 

(Vgl. Ohne Arten-Klassifikation: 7,2%) 

15,8% 3,1% 100,0% 6,2% 27,5% 

insgesamt 11,4%  

Anteil an den falschnegativen Resultaten 22,8% 24,3% 8,3% 37,6% 7,0% 

Tabelle 8 - Statistische Ergebnisse zur Häufigkeit von nicht detektierten Signaturen. 

Falsch-negative Detektionsquoten sind prinzipiell als Kehrwert der Detektierbarkeit 

aufzufassen. Durch die adaptive Reklassifikation sind die Werte pro Tier wesentlich niedriger 

als die Werte pro Frame. Im Vergleich nicht erkannter Signaturen pro Frame zwischen der 

unspezifischen Detektion (17,8%) und der artenspezifischen Klassifikation (32,4%) fällt auf, 

dass viele Signaturen, die in der unspezifischen Detektion als «etwas» erkannt wurden, in der 

artenspezifischen Klassifikation komplett zu fehlen scheinen. Diese Diskrepanz ergibt sich 

vermutlich aus der reduzierten Robustheit, die mit der Detektion einer einzelnen Art 

einhergeht gegenüber der Möglichkeit, jede Art von unterschiedlichen Signaturen einer 

einzelnen Klasse zuordnen zu können. Wären für jede Artklasse so viele Bilder wie für die 

komplette unspezifische «Tiere»-Klasse im Training verwendet worden, würde der Anteil nicht 

detektierter Tiersignaturen in der artenspezifischen Klassifikation vermutlich niedriger 

ausfallen. Für eine Bestandesaufnahme im Rahmen einer Populationsfindung genügt jedoch 

im Zweifelsfall die Detektion des Tieres auf einem einzigen Frame, weshalb also der Anteil 

nicht erkannter Signaturen pro Tier für diese Fragestellung entscheidender ist. Auch wenn 

die Verifizierung der Werte noch erbracht werden muss, würde eine Beispielrechnung so 

aussehen: Der Algorithmus hat z.B. 30 Rothirsch-Signaturen erkannt. 100%-15,8%=84,2% 

der Hirsche werden i.d.R. erkannt. Die Gesamtpopulation beträgt also 30×(100/84,2)≈36 Tiere.  
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4.4 Landschaftsklassifikation mittels Satellitenbildern 

4.4.1 Eingesetzte Software 

Als Geographische Informationssysteme zur Interpretation kommen sowohl QGIS (Version 

2.18.11) als auch ESRI ArcMap (Version 10.5) zum Einsatz (ESRI, 2015; QGIS Development 

Team, 2018). Die Systeme bieten die Möglichkeit, Rasterdaten anzuzeigen, zu manipulieren, 

zu analysieren, sowie die räumliche Projektion zu verändern. Dadurch können die 

Informationen verschiedener Befliegungen zur Überlagerung gebracht werden. Auch 

Klassifikationsverfahren, welche sich zur prädiktiven Habitatsmodellierung können mit 

diesen Softwarepakten und spezifischen Erweiterungen (z.B. ESRI Spatial Analyst) in 

gewissem Umfang angewendet werden eignen. 

4.4.2 Datenquelle 

Das Potential von Multispektraldaten für diese Anwendung liegt in der relativ präzisen 

Bestimmung des Vegetationszustandes. Für viele einheimische Wildtierarten ist die 

Vegetationspräferenz im Rahmen der Habitatwahl relativ gut bekannt, sodass von der 

Bewuchsdichte und anderen topographischen Parametern wie der Siedlungsdistanz auf eine 

Aufenthaltswahrscheinlichkeit einer Art geschlossen werden kann. Auf Basis der Geodaten 

des Kantons Aargau (Kanton Aargau, 2018) sowie frei verfügbarer Sentinel-2-Satellitendaten 

(European Space Agency, 2017) wird die Region um Lenzburg so systematisch klassifiziert 

und kategorisiert, um Aufenthaltswahrscheinlichkeiten für bestimmte Tierarten zu 

berechnen. Die Satellitenmissionen Sentinel 1 bis 5 sind Teil des europäischen 

Erdbeobachtungsprogramms Copernicus. Die Satelliten Sentinel 2A (seit 06/2015 im Orbit) 

und Sentinel 2B (seit 03/2017 im Orbit) liefern alle 5 Tage multispektrale Aufnahmen in 13 

Frequenzbändern und räumlichen Auflösungen von 10, 20 oder 60 m GSD (je nach Band) 

von den meisten Landgebieten der Erde (European Space Agency, 2017). 

4.4.3 Prozessierung 

Zunächst wird ein möglichst wolkenfreies Sentinel2-Satellitenbild der Region um Lenzburg 

gesucht und die ca. 110x110 km umfassenden Rohinformationen als Archiv 

heruntergeladen. Anschliessend werden die neun am höchsten aufgelösten Spektralbänder 

zu einem multispektralen Mosaiks zusammengesetzt (Drusch et al., 2012), wobei das Band 

mit der höchsten Auflösung (10 m GSD) massgeblich ist und niedriger aufgelöste Bänder 

mittels Nearest-Neighbor-Resampling interpoliert werden. Die umkomprimierte Grösse eines 

einzelnen zusammengesetzten Sentinel2-Satellitenbilds beträgt dann ca. 2,0 Gbyte.  
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Abbildung 57 - Vergleich der Spektralkanäle von Sentinel2 und Landsat8 vor dem 

Hintergrund der atmosphärischen Strahlungstransmisivität  

(übernommen von Kääb et al., 2016). 

Zur besseren Visualisierung werden die Bänder 2, 3 und 8 symbolisiert und Bildpyramiden 

auf 5 Zoomstufen erzeugt. Anschliessend wird das zusammengesetzte Mosaik in seiner 

räumlichen Ausdehnung auf ca. 16x20 km per bounding box zugeschnitten (Clip), um die 

nachfolgenden Berechnungsschritte zu beschleunigen. 

Anschliessend wird in ArcMap eine unüberwachte Iso-Cluster-Klassifizierung in 10 Klassen 

vorgenommen. Da klassifizierte Satellitendaten häufig viele kleine Flächen mit falsch 

klassifizierten Zellen enthalten werden anschliessend Generalisierungswerkzeuge aus der 

Spatial Analyst-Extension verwendet. Wichtige Transformationen sind dabei der 

Mehrheitsfilter und das Glätten von Zonenkanten.  

Den Klassen wird manuell ein Prozentwert zugewiesen, wie wahrscheinlich der Aufenthalt 

eines Tieres in der jeweiligen Klasse ist. Flüsse und Siedlungen erhalten niedrige Werte, 

Wälder hohe. Wird nach Tieren differenziert kann beispielsweise so auch speziell Maisfeldern 

für Wildschweine ein höherer Prozentwert zugewiesen werden als z.B. Rehwild. Diese 

Prozentwerte sind Schätzergebnisse und in Zusammenarbeit mit den lokalen Jagd- und 

Forstverantwortlichen zu präzisieren. 

Nach der Zuweisung der Gewichtung wird ein Bildraster aus der Wahrscheinlichkeits-Matrix 

berechnet. Schwarz ist dabei 0% Aufenthaltswahrscheinlichkeit, weiss 100%. Über einen 

Gauss-Unschärfealgorithmus können drastische unrealistische Übergänge entfernt werden. 

Das so generierte Raster kann anschliessend in einem einfachen 5-Stufen-Ampelschema 

von Grün bis Rot symbolisiert und als leicht verständliche Karte ausgegeben werden. 
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4.4.4 Produkte und Ergebnisse 

Über den ArcGIS Model Builder und eine Pythonbibliothek zum Downlad von Sentinel2-

Satellitenbildern für ArcMap (ESRI Deutschland Group GmbH, 2018) kann dieser Prozess 

weitgehend automatisiert werden.  

Am Beispiel des weitestgehend wolkenfreien Sentinel2-Bilds vom 19.06.2017 wurde der 

komplette zuvor beschriebene Prozess durchgeführt. Um einen strategischen 

Wahrscheinlichkeits-Atlas für den Kanton Aargau aufzubauen, sollte für jeden Monat, 

mindestens jedoch für jede Saison eine eigene Klassifikation durchgeführt werden, um 

realistische Ergebnisse zu erhalten. In den Folgejahren muss die Klassifikation 

anschliessend nicht erneut durchgeführt werden; es können stattdessen die Werte der 

vorherigen Jahre verwendet werden. 

Die generierten Wahrscheinlichkeits-Matrizen können ausserdem differentiell voneinander 

substrahiert werden, um insbesondere die Veränderungen zwischen den Jahreszeiten oder 

den einzelnen Monaten zu visualisieren. 

 
Abbildung 58 - Klassifikationsergebnis für die lokale Wahrscheinlichkeit von Rehwild-

Habitaten in fünf Klassen (Rot – unwahrscheinlich, Dunkelgrün – 

wahrscheinlich); Hintergrund ist das multispektrale Sentinel2-Satelliten-

Falschfarbenbild vom 19.06.2017; als Rand um das zentrale 

Klassifikationsergebnis ist der Berechnungszwischenschritt «Majority Filter» 

dargestellt. 

  

20 km 
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Abbildung 59 - Beispiel einer vereinfachten Habitat-Prädiktionskarte für die allgemeine 

Auftretenswahrscheinlichkeit von Wildtieren zum 19.06.2017. In der 

Kartenmitte befindet sich die Stadt Lenzburg. Viele landwirtschaftliche 

Felder sind bereits abgemäht, was die Habitatswahrscheinlichkeit reduziert. 

 

Hellgrün+Dunkelgrün: Habitat-Wahrscheinlichkeit >60%,  

Dunkelgrün: Habitat-Wahrscheinlichkeit >80%. 

Hintergrundkarte: OpenStreetMap (OWS terrestris, 2018). 
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5 Diskussion 

5.1 Spezifikation der Anforderungen 

Da diese Arbeit den Charakter einer Vorstudie, bzw. einer Machbarkeitsstudie aufweist und 

somit konkrete Anwendungsfelder für die mittelfristige Zukunft erschliesst, bestand ein 

Aspekt dieses Projekts darin, eine Anforderungsanalyse (das sog. «Requirements 

Engineering») durchzuführen. Ziel dieses iterativen, standardisierten 

Systementwicklungsprozesses (Abran et al., 2004) ist es, die Anforderungen der späteren 

Systemnutzer (in diesem Fall die Stiftung Wildtiere und ihre Partner) zu ermitteln, zu 

strukturieren und hinsichtlich ihrer Machbarkeit zu bewerten.  

Im vorliegenden Fall sind mehrere elementare, konkretisierte Anforderungen und deren 

Implikationen im Hinblick auf das Detektionssystem und die Auswertung von 

Fernerkundungsdaten zur Sprache gekommen: 

 Die Nutzer sollen mittels des Systems in der Lage sein, hinreichend genau mittelgrosse 

Säugetiere zu detektieren und im Idealfall zu klassifizieren. 

 Um in den praktischen Einsatz zu gelangen, sollte das System mit einer höheren 

Effizienz als konventionelle Methoden funktionieren, d.h. Ressourcen wie Arbeitszeit 

und/oder finanziellen Aufwand einsparen. 

 Die Feldkampagnen sollten durch trainierte Fachleute als interner Service oder durch 

Laien durchführbar sein. Die konzeptionelle Anforderung wäre demnach eine einfache 

Bedienbarkeit des Detektionssystems. 

 Die Aufenthaltsorte von Wildtieren sollen bekannter sein als heute. Präzise 

Habitatkarten mit Aufenthaltswahrscheinlichkeiten könnten dieses Bedürfnis 

möglicherweise abdecken, ohne die genauen Standorte von Einzeltieren zu kennen. 

Ausserdem wurden die wichtigsten Anwendungsszenarien identifiziert: 

 Die derzeitige Methode der jährlichen Bestandesaufnahme einer Wildpopulation ist sehr 

ressourcenintensiv. Eine grosse Anzahl Freiwilliger muss nachts aktive Sichtungen 

durchführen. Für einige Gebiete könnte ein skalierbares, semi-automatisches System 

einen grossen Gewinn darstellen, da Flächen schneller und gründlicher erfasst werden. 

 Die derzeitige Methode der Vergrämung von Rehkitzen zur Vermeidung von Mähunfällen 

erfordert den Einsatz mehrerer Personen und das Ablaufen des Feldes zum Einschlag 

von Schreckpfosten. Vor der Mahd müssen die Pfosten wieder entfernt werden. Die 

Effizienz ist nach Meinung der Beteiligten zwar relativ hoch, es kommt jedoch trotzdem 



   

Adrian F. Meyer FHNW / FS18 Seite 88 

 

noch zu Unfällen. Die Rehkitz-Suche mit Thermalsensor-Multikoptern ist derzeit noch 

wenig verbreitet, da der Ansatz auf Freiwilligenarbeit basiert, zeitintensiv und teuer ist, 

sowie eine sehr zeitkritische Abhängigkeit seitens der Landwirte vorliegt. 

 Landwirtschaftsschäden durch Wildschweinrotten, welche sich in Maisfeldern 

aufhalten, fallen häufig erst bei der Ernte auf. Luftbild-basierte Systeme könnten eine 

Früherkennung ermöglichen und somit den Flurschaden reduzieren helfen. 

 Durch Kooperation mit Land- und Forstwirtschaft könnten für die generierten 

Fernerkundungsdaten weitere Anwendungsfelder erschlossen werden. Beispiele wären 

die Sturmschaden-Einschätzung im Forst oder Pflanzenvitalitätskarten für den Landbau. 

5.2 Erfolg der eingesetzten UAV-Lösungen  

Die vermutlich zentrale Fragestellung dieses Forschungsvorhabens war, ob sich UAVs zur 

Detektion, bzw. zum aktiven Monitoring verschiedener Wildtierarten im Kanton Aargau 

eignen. Die Antwort fällt eindeutig positiv aus: Auch wenn die hohen Fixed-Wing-Flugbahnen 

die Zielobjektauflösung und somit die Identifikation der Thermalsignaturen erschwerten, so 

erlaubten die Thermalaufnahmen in Verbindung mit hochauflösendem RGB/NIR-

Kartenmaterial eine akkurate Zählung und Verortung der Tiere. Insbesondere die 

Transmissivität von Mischwaldkonfigurationen hinsichtlich der Thermalstrahlung rechtfertigt 

dabei auch den Einsatz teurerer, hochauflösender Wärmebildsensorik. Dies zeigte sich 

besonders deutlich beim Einsatz des Sensefly Albris Multikopters, bei welchem die 

Thermalauflösung nur ein Bruchteil der Fixed-Wing-Auflösung betrug. Dies wirkte sich stark 

auf die Datenqualität aus, indem eine Anfälligkeit für Mischpixelprobleme deutlich wurde, 

was wiederum in der Folge eine Verringerung der Flughöhe notwendig machte.  

5.2.1 Störung von Tierverhalten 

Um Daten in einer dem ThermoMap-Sensor auf der eBee in ca. 80m Flughöhe AGL ähnlichen 

Qualität zu erheben, war mit dem Albris Multikopter ein 3D-Abstand von 15m ATO zu den 

Tieren notwendig. Ab ca. 20m Abstand zeigten die Damhirsche jedoch deutliche 

Stressreaktionen auf die Anwesenheit des Multikopters. Auf den Überflug der eBee hingegen 

konnten während des gesamten Studienverlaufs keinerlei Reaktionen der Tiere beobachtet 

werden. Lediglich Rotmilane konnten wiederholt bei Abdrängungsversuchen in der Luft 

beobachtet werden. Mit einem Gewicht von ca. 1 kg und einer Flügel-Spannweite von 160 cm 

weisen sie eine der eBee vergleichbare Körpergrösse und äussere Form auf. Besonders bei 

kreisenden Flugbewegungen der eBee (beispielsweise beim Abwarten des Aufwärmvorgangs 

des Thermalsensors) werteten sie die Anwesenheit des Fluggeräts offensichtlich als 

Verletzung ihres Territorialanspruchs. Während des Abfliegens der Linienmuster wurde die 

Verfolgung aber aufgrund der konstant hohen Fluggeschwindigkeit in der Regel aufgegeben. 
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Auch die ausbleibenden «Reaktionen» des Fluggeräts auf die Annäherungsversuche der 

Rotmilane, trugen dazu bei, dass sich das Interesse der Raubvögel an der eBee in der Regel 

schnell erschöpfte.  

5.2.2 Untersuchungsmethoden 

Als zur direkten Wildtierdetektion grösstenteils ungeeignet erwies sich die Verwendung von 

Sensorkonfigurationen zur Aufnahme des Nahinfrarot-Spektrums. Dies konnte quantitativ 

über die Erhebung terrestrischer Hyperspektraldaten nachgewiesen werden. Die durch 

Pflanzen verursachten Reflektanzveränderungen in den jeweilig relevanten Spektralkanälen 

überlagern die minimalen Unterschiede zwischen Waldboden und Tierkörpern deutlich. Für 

eine Einzelidentifikation der Tiere ist der Kontrast häufig zu niedrig. Lediglich auf offenen 

Flächen wie Wiesen und Lichtungen wurden hohe Kontrastwerte zwischen Tiere und Boden 

erreicht. Nahinfrarotsensoren bieten bei diesem Einsatzszenario damit aber keinen 

nennenswerten Vorteil gegenüber RGB-Sensoren, welche häufig darüber hinaus über eine 

höhere Auflösung verfügen. Grosse Vorteile bieten RGB- und Nahinfrarotsensoren jedoch für 

die Erstellung enorm hochauflösenden Kartenmaterials. Die aus diesen Informationen 

generierten Geländemodelle und Orthophotomosaike weisen einen hohen Detailreichtum 

auf und vermitteln eine sehr präzise Übersicht über die topographische Landschaftsfunktion. 

Besonders bei der Interpretation und Verortung der oftmals kryptischen Thermaldaten sind 

die hochaufgelösten Referenzdaten von herausragender Wichtigkeit. 

Die Luftbilder im thermalen Infrarot eigneten sich in besonderer Weise zur Detektion und 

Zählung von Wildtieren. Dies deckt sich mit aus Literatur gewonnen Erkenntnissen. Über 

Mischwald und Laubmischwald konnten nahezu alle Tiere auf mindestens einem Wärmebild 

visualisiert werden, solange keine externen Einflüsse wie hohe Umgebungstemperatur (über 

10°C) oder starker Wind (über 6 m/s) die Qualität der Daten stark beeinträchtigten. Bei 

einem höheren Anteil an Nadelwald empfiehlt sich die Verwendung eines Wärmebildsensors 

mit grossem Öffnungswinkel (FOV) oder bei Verwendung eines Gimbals am Multikopter die 

adaptive Anstellung des Sensorwinkels, um die Identifizierung von Tierindividuen zu 

erleichtern. Die Transmissivität der Mischwald-Vegetation hängt vor allem von der 

Zusammensetzung und Bestandesdichte der Vegetation (Stammzahl), sowie dem thermalen 

Kontrast detektierbarer Tiere ab. Durch die Auswertung mehrerer Aufnahmen aus 

verschiedenen Perspektiven konnten auch noch im lichten Nadelhochwald nahezu alle 

Signaturen gezählt werden; im Laubmischwald gelang dies auch bei dichter stehender 

Vegetation. Die Erkennbarkeit der Tiere im dichten Nadelhochwald war niedrig, könnte durch 

eine Optimierung der Flugparameter aber noch deutlich vergrössert werden. Die wichtigsten 

Parameter sind eine niedrigere Flughöhe, eine interaktive Flugkontrolle, sowie kaltes, 

trockenes Flugwetter mit möglichst wenig Sonneneinstrahlung (z.B. Winternächte). 
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5.3 Anwendbarkeit der neuronalen Netzwerke 

Mit Detektionsraten von 94,8% in der unspezifischen Detektion und 88,6% in der 

artenspezifischen Klassifizierung konnte das tief verschachtelte Convolutional Neuronal 

Network des Typs Faster RCNN Inception v2 sehr gute Ergebnisse erreichen. Auch wenn noch 

Optimierungsbedarf z.B. beim Labelling-Prozess besteht und die Datenbasis vermutlich noch 

wachsen sollte, bevor das trainierte Modell im Feld angewendet wird, erlauben die 

Ergebnisse einen gewissen Optimismus hinsichtlich der baldigen Anwendbarkeit.  

Der unspezifische Detektions-Algorithmus zeigte sich wesentlich robuster bei der 

Erschliessung neuer Daten als der artenspezifische Algorithmus. Beide Systeme scheinen 

dabei zusätzlich zur Form der eigentlichen Signatur Informationen zu den Abständen der 

Tiere untereinander in die Entscheidungsfindung miteinzubeziehen. Dies ist grundsätzlich 

ein erstaunlich effizientes Verhalten, um die Detektionsqualität zu steigern; gerade bei der 

artenspezifischen Klassifikation unter Verwendung kleinerer Datensätze erhöht dieser Typ 

der Mustererkennung aber auch gleichzeitig das Risiko des Over-Fittings.  

Probleme mit der zu starken Generalisierung und damit einem übermässig grossen Anteil 

falsch-positiver Resultate traten bei unspezifischen Detektion fast überhaupt nicht auf. Im 

Gegenteil könnte der Schwellwert für die Prognosegüte hier vermutlich sogar noch weiter 

(z.B. auf 50% gesenkt werden), um den Anteil falsch-negativer Ergebnisse in der Pro-Frame-

Detektierbarkeit zu senken, ohne dass die Anzahl falsch-positiver Resultate zu stark 

ansteigen würde.  

Ein verändertes Bild zeigte sich in der artenspezifischen Klassifikation: Hier liessen sich viele 

Beispiele falsch-positiver Fehlklassifikationen finden. Grundsätzlich ist es natürlich besser, 

eine Tiersignatur falsch, als überhaupt nicht zu detektieren. Ein bereits in der Literatur 

beschriebenes Kernproblem bei der Analyse von Thermaldaten (siehe 1.4.4.2) bleibt damit 

aber in gewisser Weise weiter bestehen: Alleine aufgrund der Signatur auf die Art zu 

schliessen ist weiterhin ein schwieriges Unterfangen. Die Gründe liegen vor allem in der Natur 

räumlich und zeitlich niedrig aufgelöster Thermalaufnahmen. Diese bieten häufig nur wenig 

Anhaltspunkte für eine Klassifizierung oder werden von Störungen (wie Bewegungsunschärfe 

aufgrund langer Belichtungszeiten) überlagert. 

Eine Abhilfe für das oben beschriebene Problem in Verbindung mit dem Objekterkennungs-

Algorithmus der neuronalen Netzwerke könnten zwei entscheidende Veränderungen bringen: 

Einerseits könnte die Verwendung eines Multikopters in niedrigerer Flughöhe gepaart mit 

einem 30 Hz statt 7,5 Hz getakteten hochauflösenden Thermalsensor die Qualität der 

Thermaldaten erhöhen. Andererseits könnte das neuronale Netzwerk mit einigen 

Optimierungen so konzipiert werden, dass zunächst Tiersignaturen sowohl unspezifisch 

erkannt werden, als auch eine Klassifizierung vorgenommen wird. Dieser Ansatz bedingt eine 

aber das Erheben einer grösseren Datenbasis und einen noch intensiveres Labelling. 
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5.4 Empfehlung Technologieträger 

Ein Fixed-Wing UAV wie die Sensefly eBee bietet bestimmte Vorteile bei der Wildtierdetektion: 

Es können relative einfach grosse Gebiete erfasst werden, der Motor ist im Vergleich sehr 

leise und die Steuerung einfach. Die Nachteile umfassen vor allem hohe Flughöhen, um 

Kollisionen zu verhindern, da ein interaktiver Flug nicht vorgesehen ist, sowie die 

Notwendigkeit bereits erfasste Daten zuerst prozessieren zu müssen, bevor damit 

weitergearbeitet werden kann. Trotz der guten Erfahrungen, die während dieser Studie mit 

der Sensefly eBee gemacht wurden, bieten Multikopter für den unter 5.1 spezifizierten 

Anforderungskatalog mehrere entscheidende Vorteile, die sie für die vorgeschlagenen 

Anwendungsfälle zur präferenzierten Technologie machen:  

Die dynamische Steuerung eines Multikopters erlaubt eine wesentlich interaktivere 

Flugplanung mit tieferen Flughöhen. Zusätzlich erlauben die verfügbaren Lösungen eine 

Übertragung von thermalen Live-Video-Feeds. Beides zusammen macht diesen 

Plattformtypus für die Wildtierdetektion zu einer vielseitigen und flexiblen Lösung. Obwohl es 

einige kleinere Hersteller wie etwa Yuneec gibt, hält die chinesische Firma DJI mit den 

produzierten Multikoptern ein Quasimonopol in den Plattformlösungen für die professionelle 

UAV-Thermographie inne, wobei ein breites Spektrum an Budgets abgedeckt wird. 

Auf Sensorseite ist der bekannteste Hersteller, sowie ebenfalls Quasimonopolist auf dem 

Sektor der professionellen UAV-Thermographie, der amerikanische Hersteller FLIR Systems. 

FLIR Systems und DJI kooperieren, um gemeinsame Produkte wie etwa den derzeitigen 

State-of-the-Art High End Sensor Zenmuse XT2 zu produzieren. Das Produktmarketing dieser 

Systeme zielt nicht auf Hobby-Endanwender ab. Der Preis des Sensors liegt mit ca. 10’000-

12'000 € im industriell-professionellen Bereich.  

Die angestrebte Mindestauflösung für ein zur Wildtierdetektion unter Hochwald einsetzbaren 

Sensors liegt bei 640x512 px. Diese wird vom XT2, aber auch anderen etwas günstigeren 

Sensoren wie dem FLIR Vue Pro, dem FLIR Pro Duo, oder seit kurzer Zeit auch dem eher 

günstigen FLIR Boson erreicht. Die derzeit noch am häufigsten verkauften Sensoren weisen 

aber zumeist trotzdem lediglich Horizontal-Auflösungen von 336 px, 320 px, 160 px oder  

80 px auf. Für die Rehkitzrettung sind Sensoren im Bereich von 320 px Horizontalauflösung 

auch als ausreichend einzustufen, da Multikopter bei diesem Anwendungsfall über Wiesen 

tiefe Flugbahnen fliegen können, mit welchen eine niedrigere Auflösung kompensiert werden 

kann (siehe 3.1.2.2).  

Besonders in topographisch anspruchsvolleren Gebieten wie hügeligen Wäldern gestattet 

eine Verdopplung der Auflösung – bei gleichbleibender Brennweite – jedoch das Befliegen 

auf einer doppelt so hohen Flugbahn und somit die Erfassung eines vierfach grösseren 

Gebiets pro Bild bei gleichbleibender Auflösung des Zielobjekts. Die Sensorauflösung sollte 

bei den derzeit noch grundsätzlich niedrigen Auflösungen von mikrobolometrischen 
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Wärmebildkameras also nicht als Kompromissmasse bei der Budgetierung einer 

Beschaffung eingesetzt werden. Unter anderem aus diesem Grund ist der Thermal-Sensor 

beim Kauf eines Gesamtsystems deshalb in der Regel teurer als das eigentliche Fluggerät.  

Plattform 

(*wettergeschützt) 

Sensor (alle 640px 30Hz) 

(*Gimbal fernsteuerbar) 

Gewicht Max. 

Flugzeit 

Kosten (EUR) 

Ready to Fly  

Sensefly eBee ThermoMap (4 Hz) 1'200 g  41 min 20'000,- 

DJI Matrice 200 * Zenmuse XT2 * 4'600 g 35 min 20'000,- 

DJI Matrice 200 * FLIR Vue Pro R * (unklar ob 

Konfiguration möglich) 

4'600 g 35 min 16'000,- 

DJI Matrice 600 FLIR Vue Pro R * 9'900 g 31 min 15'000,- 

DJI Inspire 1 FLIR XT * 3'300 g 18 min 14’500,- 

DJI Matrice 100 FLIR Vue Pro R * 2'700 g 24 min 13’000,- 

DJI Inspire 1 FLIR Vue Pro R * 3'300 g 18 min 11'000,- 

DJI Phantom 4 Pro FLIR Pro Duo R * 1'700 g 23 min 9’000,- 

DJI Mavic Pro FLIR Boson + 2-Achsen-Gimbal 950 g 21 min 7'000,- 

Tabelle 9 - Auflistung mit möglichen Kombinationen aus Plattform und Sensor und grober 

Kostenschätzung. Flugzeiten und Gewichte sind für das Tragen eines Drei-

Achsen-Gimbals und den Strombedarf eines Thermalsensors korrigiert. Grün: 

Favoriten. (DroneComparisonChart, 2018; Dronexpert, 2018) 

Wie der obigen Liste entnommen werden kann, sind die Flugeigenschaften der eBee 

hinsichtlich des Verhältnisses von Gewicht und Flugzeit unerreicht. Lediglich die für den 

professionellen Markt 2017 neu entwickelte DJI Matrice 200 erreicht über die Kombination 

von zwei teuren 7‘700 mAh-Akkus und einen leichtgewichtigen Aufbau ähnlich lange 

Flugzeiten. Bei entsprechendem Budget ist die Kombination aus DJI Matrice 200 und XT2-

Sensor vermutlich die technisch beste Wahl (Patterson, 2017). Die Kamerabucht und die 

Steuerungs- und Echtzeitanalysesoftware entsprechen dem höchsten Stand der verfügbaren 

Technik, sind jedoch dabei für die Vollintegration des teuren XT2-Sensors ausgelegt, sodass 

es bei der Verwendung eines günstigeren Sensors wie dem Vue Pro R unter Umständen zu 

Schwierigkeiten beim Zusammenbau kommen könnte. Die DJI Matrice 600 speist ihre lange 

Flugzeit aus sechs Batterien, was unter anderem das sehr hohe Startgewicht von knapp 10kg 

erklärt. Im Gegensatz zur DJI Matrice 200 weist dieser Multikopter deshalb wesentlich 

lautere Fluggeräusche auf. Die DJI Matrice 100 gilt als Entwicklungsplattform für 

Drohnenanwendungen. Über ein Software-Development-Kit lassen sich zahlreiche Sensoren 

ansprechen und Kollisionsschutzsysteme umsetzen. Die Anpassungen sind jedoch häufig mit 

einem grossen Aufwand verbunden und können schnell die Flugzeit reduzieren. Die DJI 

Inspire-, Phantom- und Mavic-Serien sind für den Endverbraucher konzipiert und bieten viele 

Komfortfunktionen bei einem relativ niedrigen Preis. Zumeist muss jedoch ein Kompromiss 

eingegangen werden. Die Inspire weist nur kurze Flugzeiten auf, bei der Phantom 4 ist die 

Videosignalreichweite stärker limitier. Die Mavic Pro bietet extreme Portabilität und das beste 

Preis-Leistungs-Verhältnis, die Nachrüstung des Thermalgimbals gilt aber als schwieriger. 
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5.5 Ausblick 

5.5.1 Anwendung auf das Testgebiet um Lenzburg 

Der nächste Projektschritt besteht darin, den Übergang zwischen dem «Laboratorium 

Wildgehege» mit kontrollierten Ausgangsbedingungen hin zu offenen Waldlandschaften zu 

meistern. Um gute Klassifikationsergebnisse zu erreichen ist ein erneuter Trainingszyklus 

des neuronalen Netzwerkes notwendig. Dabei müssen einerseits die Erkenntnisse aus den 

abgeschlossenen Zählungen in diesem Bericht berücksichtigt werden, sowie andererseits 

neue Daten eingepflegt und markiert werden. Dies gilt insbesondere für diejenigen Arten, die 

derzeit in der algorithmischen Klassifizierbarkeit noch weit zurückliegen, aber für eine 

Einsetzbarkeit der Technologie im Feld durchaus relevant sind: Menschen und Schwarzwild. 

Für beide Gruppen verfügt das System in seinem derzeitigen Ausgangszustand noch nicht 

über genug Daten, um die Klassifizierung zu bewerkstelligen, wenngleich die reine Detektion 

schon in den meisten Fällen funktioniert. Zumindest im Falle menschlicher Signaturen ist 

zumeist auch eine Zuordnung «von Hand» möglich, da sich Menschen in aller Regel auf oder 

in direkter Nachbarschaft zu Strassen, Wegen oder künstlichen Objekten befinden. Weiterhin 

fehlen noch Datensätze zu Haustieren (vor allem Hunden), sowie kleineren Wildtieren. 

Die Vervollständigung des zu schaffenden Habitat-Atlas auf Basis multispektraler 

Satellitenbild-Klassifikation (4.4.4) wird darüber hinaus für die Eingrenzung der zu 

befliegenden Gebiete notwendig sein. Dies gilt insbesondere für die nächste 

Beobachtungsperiode, welche mit dem grossräumig vollständigen Laubfall (Abszission) Ende 

November 2018 beginnt und im April 2019 endet.  

5.5.2 Bestimmung von Alter und Geschlecht der Tiere 

Das fakultative Anforderungs-Ziel einer automatisierten Zuordnung von Alter und Geschlecht 

zu den Individuen auf Basis der jeweiligen Thermalsignaturen konnte im Rahmen dieses 

Projekts nicht umgesetzt werden. Der Grund dafür ist teilweise im Studienaufbau zu suchen, 

da die Informationen von Alter und Geschlecht am Boden nicht erhoben wurden.  

Dies wäre nur gelungen, wenn mehrere zusätzliche Personen die Tiere während der 

Befliegung am Boden mittels Zoomfotos verortet und von Hand klassifiziert hätten. Für den 

vorliegenden Studienrahmen war dieser personalintensive Prozess (im lichten Wald 

mindestens eine Person pro 2 ha) unrealistisch. Zusätzlich erschwerend wirkt sich die 

Tatsache aus, dass sich die Tiere teilweise auch innerhalb eines Fluges relativ weit 

fortbewegten. Eine technische Lösung für diese Problematik liegt in der Verwendung eines 

UAV-Systems, welches tiefer fliegt und dabei Thermal- und sehr hoch aufgelöste RGB-Daten 

gleichzeitig erfasst. Unter dieser Voraussetzung wäre ausserdem ein multidimensionales 

Training des Netzwerks mit mehr als einem Spektralkanal möglich. 
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5.5.3 Anwendung in Wildschadensprävention und Rehkitz-Rettung 

Um spezifische Anwendungsfälle wie die Rehkitz-Rettung oder die Schwarzwilddetektion zur 

Wildschadensprävention vornehmen zu können, wäre der effizienteste Zugang, für diese 

Anwendungen eigene Netzwerke zu trainieren. Das vortrainierte Modell kann dafür 

beibehalten werden und auf den neuen Datensatz „umtrainiert“ werden. 

Im Detail ist beispielsweise die Zuhilfenahme von Tierdistanzen zueinander bei der Rehkitz-

Detektion kein gangbarer Weg, da Rehkitze in der Regel einzeln im Feld versteckt sind. Auch 

werden die Befliegungen hier in einer tieferen Flughöhe (ca. 30 m AGL) durchgeführt. Erst 

mit der Verfügbarkeit eines Trainingsdatensatzes, der mit Luftbildern aufgebaut wurde, die 

möglichst genau den späteren Anwendungsparametern entsprechen, kann das Netzwerk 

seine volle Leistungsfähigkeit entfalten und eine robuste Detektion ermöglichen, welche 

auch mit suboptimalen Befliegungsbedingungen noch gute Ergebnisse liefert. Eine etwas 

weniger robuste Detektions-Fähigkeit dürfte bereits mit dem vortrainierten Netzwerk aus 

dem unspezifischen Detektionstraining für die Rehkitzrettung durchführbar sein; eine 

Quantifizierung der Effizienz steht aber noch aus. Auch für die Wildschadensprävention 

dürfte sich das Netzwerk aus dem unspezifischen Detektionstraining bereits grundsätzlich 

eignen. Auch hier sind aber vor allem bessere Detektionsraten pro Frame durch ein 

zusätzliches Training mit spezifischerem Datenmaterial erreichbar.  

Ein möglicher Ansatz zum Erfassen dieser Trainingsdaten wäre das Platzieren von warmen 

Wassertanks oder Hunden in Maisfeldern. Diese „Attrappen“ sollten in Grösse, Form, 

Temperaturprofil und Abstand zum nächsten Tier möglichst einem Wildschwein entsprechen, 

um eine Wildschweinrotte zu simulieren und das Netzwerk so an die Signaturen anzupassen, 

die durch den hoch stehenden Mais in einer spezifischen Weise verschattet wurden. Auch 

für Rehkitze wäre ein ähnlicher Ansatz denkbar, indem warme Wasserflaschen oder kleine 

Haustiere kurz vor der Mahd in Mähwiesen platziert und anschliessend thermographisch 

erfasst werden. Das beschriebene Detektionsnetzwerk dürfte sich mit Leichtigkeit an die 

neuen Datensätze anpassen lassen. 

5.5.4 Fazit 

Die vorliegende Technologie verspricht mit den erreichten hohen Detektionsraten eine 

langfristige Verbesserung der Methoden in der angewandten Tierdetektion. Es ist davon 

auszugehen, dass das vorgestellte Netzwerk zur artenspezifischen Klassifikation für die 

direkte Anwendung im Feld noch weitere Trainingsdaten braucht. Für die unspezifische 

Wildtier-Detektion könnte die Anwendbarkeit aber heute schon gegeben sein. Die 

grundsätzliche Möglichkeit, diesen Typus von Daten zu trainieren und Signaturen mit einer 

hohen Genauigkeit zu erkennen, wurde in der vorliegenden Arbeit eindrücklich nachwiesen.  
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7 Anhang 

7.1 Technische Sensorinformationen 

RGB-Kamera 

Bildauflösung: 4896 x 3672 Pixel 
Sensor: CMOS-Sensor 1/2.3“ 6.2 x 4.6mm (Cropfaktor 5.6) 

18.8 Megapixel (physikalisch), 18.2 Megapixel (effektiv) 
GSD: 4 cm (bei Flughöhe von 141m/ATO) 
Aufnahmerate: 10 Bilder pro Sekunde 
Farbtiefe: 24 Bit (8 Bit pro Farbkanal) 
Ausgabeformat: JPEG 
Abmessung: 92 x 52 x 22mm 
Gewicht: 121g 

NIR-Kamera 

Bildauflösung: 4000 x 3000 Pixel 
Sensor: 1/1.7“ back-illuminated CMOS; Grösse: 7.44 x 5.58 mm 
Pixelgrösse: 1.33 µm 
GSD: 3.5 cm (bei Flughöhe von 100m/ATO) 
Spektrale Auflösung 0.5 bis 1.0 µm 
Ausgabeformat: JPEG, RAW 
Gewicht: 153g 

MultiSpec-4C-Sensor 

Bildauflösung: 4 Bilder mit je 1280 x 960 Pixel 
Sensor: Grösse: 4.8 x 3.6 mm pro Kanal + Sonnenstrahlungsmesser 
Pixelgrösse: 3,75 µm 
GSD: 10 cm (bei Flughöhe von 100m/ATO) 
Spektrale Auflösung 0.5 bis 0.8 µm 
Ausgabeformat: TIF 
Gewicht: 160g 

ThermoMap-Sensor 

Bildgrösse: 640 x 512 Pixel 
GSD: 14 cm (bei Flughöhe von 75m/ATO) 
Aufnahmerate: 7.5 Bilder pro Sekunde 
Temperaturbereich: -40 °C bis +160 °C 
Temperaturkalibrierung: Automatisch während dem Flug 
Spektrale Auflösung: 7.5 bis 13.5 µm 
Eingestellter Emissionsgrad: 0.98 
Temperaturgenauigkeit: 0.1 °C 
Farbtiefe: 16 Bit 
Ausgabeformat: TIFF images, MP4 video 
Gewicht: 134g 
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